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摘 要

摘 要

机器翻译是自然语言处理领域的一种重要技术，其任务是利用计算机将句
子从一种自然语言转换为另一种自然语言。随着近年来深度学习技术的发展，神
经机器翻译在性能获得了显著提升，成为了机器翻译采用的主流技术。但神经机
器翻译也存在诸多缺陷，例如其采用了自回归的模式建模译文每个词的输出概
率，即模型输出概率需要依赖于之前输出的译文，这使得模型只能逐个词地串行
的得到输出译文，而无法充分利用神经网络模型并行计算的特性，导致模型解码
阶段的用时大幅增加。非自回归神经机器翻译是一种能够实现快速解码的神经
机器翻译模型。在这一模型中，解码器仅依赖于其位置和源端的输入句子来得
到输出译文的各个词，且各个位置的输出分布相互独立，不需要依赖其他位置
的上下文信息。这一特性使得模型在解码阶段能够并行输出参考译文的各个词，
从而能够在解码速度上带来显著的提升。

虽然非自回归机器翻译模型通过并行解码的方式成功提升了解码速度，但
其在输出译文的质量上与自回归模型存在着较大的差距，具体表现是解码的译
文中有着大量的重复和漏译错译现象。由于对同一个源端句子来说，存在着多
种可行的翻译译文，而且译文的各个词之间存在着相互联系；而非自回归模型
采用了各个词输出分布相互独立的假设，使得模型在训练时无法结合其他位置
的输出信息，导致最终难以得到正确的译文。本工作主要从设计训练目标的角
度入手，循序渐进又各有侧重的设计了对非自回归模型的训练进行改进的策略，
具体包括了以下的 3个部分：

1. 结合上下文信息的训练目标设计
在非自回归机器翻译模型中，预测时缺乏其他位置输出的信息是阻碍非自

回归模型得到准确译文的一大因素。如果能够在训练函数中引入输出译文的上
下文信息，就能够缓解模型缺乏这一预测信息的问题，从而提升模型的性能。本
工作利用了一个基于上下文信息预测当前位置输出分布的先见解码器，将先见
解码器解码输出译文的分布与真实分布之间的距离作为损失函数的一部分，从
而使得模型的训练目标结合其他位置解码的上下文信息。实验结果表明利用这
一结合上下文信息的训练目标能够带来 2-8个 BLEU值的提升。

2. 多样本保序回归的损失函数设计
非自回归机器翻译模型在训练阶段通常会采用最大化参考译文概率的训练

目标函数。但这种训练方式使得模型仅拟合到一种参考译文，而未能考虑到输出
译文的多样性，导致输出译文的概率与其评价指标并不一致。针对这一问题，本
工作基于输出译文概率大小应当与译文质量相一致的假设，在训练过程中引入
了一种多样本保序回归损失函数。这一损失函数通过约束真实分布中采样的多
组译文的概率与其评价指标的排序一致性，来确保模型的输出分布尽可能接近
真实分布。实验结果显示，本方法在较强的非自回归机器翻译模型上能带来一定
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的提升，同时能够得到质量更优的多样化译文。
3. 神经网络评价指标引导的训练设计
非自回归机器翻译模型在各个位置输出分布相互独立的特性，使得输出分

布难以拟合考虑上下文信息的真实分布。一些工作直接利用基于 𝑛-gram的评价
指标引导模型进行训练，但这种评价指标与实际的译文质量存在一定偏差。神经
网络评价指标具有建模语义更准确等优势，本工作参考了神经网络评价指标的
实现方式，将类似的网络结构的输出用作激励信号，并引导非自回归机器翻译模
型的训练；同时，本工作对其用于训练时存在的探索空间过大和对流利度不敏感
的问题进行了改进。实验结果表明，在约束采样空间和引入流利度信息后，利用
神经网络评价指标训练能够对非自回归翻译模型带来 4个 BLEU值左右的提升。

关键词：神经机器翻译，非自回归机器翻译，上下文协同解码，保序回归，神经
网络评价指标
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Abstract

Abstract

Machine translation is an important technology in the field of natural language
processing. Its task is to use computers to convert sentences expressed in one natural
language into sentences expressed in another natural language. With the development
of deep learning technology in recent years, neural machine translation has achieved sig-
nificant performance improvement and has become the mainstream technology adopted
by machine translation. However, neural machine translation also has many problems.
For example, it uses the autoregressive mode to model the output probability of each
word, which means that the model predicts the output probability of each word in the
translation based on the previously output translation. As a result, the model can only
obtain the output translation word by word in a serial manner, without fully utilizing the
parallel computing feature of the neural network model, leading to a significant increase
in the decoding time during the model’s decoding phase. Non-autoregressive neural
machine translation is a type of neural machine translation model that can achieve fast
decoding. In this model, the output distributions at different positions of the decoder are
mutually independent and only depend on their position and the input of the source side,
rather than on the output of other words. This characteristic allows the model to output
each word of the reference translation in parallel during the decoding phase, which can
bring significant improvement in decoding speed.

Although non-autoregressive machine translation models have successfully im-
proved decoding speed through parallel decoding, there is a significant gap in decod-
ing translation quality compared to neural machine translation models that use autore-
gressive decoding. Specifically, the decoded translation of non-autoregressive machine
translation models contains a large amount of repetition and mistranslation, due to the
existence of multiple feasible translations for the same source sentence and the interde-
pendence between the words in the translated sentence. However, non-autoregressive
models adopt the assumption that the output distribution of each word is independent
of each other, which leads to a lack of contextual information in the output distribu-
tion, making it difficult to learn the true distribution of the training data. Moreover,
the training objective function of non-autoregressive machine translation models exac-
erbates this problem by treating each word as independent. This thesis mainly focuses
on designing training objectives and proposes progressive and targeted strategies to im-
prove the training of non-autoregressive models, including the following three aspects:

1. Design of training objective that incorporates contextual information
In non-autoregressive machine translation models, the lack of contextual informa-

tion in the output during prediction is a major obstacle to obtaining accurate transla-
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tions. Therefore, an improvement strategy is to introduce the contextual information
of the output translation into the training objective function, so that the output distri-
bution learned by the model can contain information from other positions’ contexts.
This work utilizes a seer decoder that predicts the output distribution of a position given
contextual information and incorporates the distance between the decoded output dis-
tribution and the true distribution as part of the loss function. This allows the training
objective of the model to incorporate contextual information from other positions dur-
ing decoding. At the same time, this work also designs strategies for each module in the
training model and conducts experiments, showing that incorporating this contextual
information-based training objective can bring a 2-8 BLEU improvement.

2. Design of multi-sample isotonic regression loss function
For non-autoregressive machine translation models, the training objective function

usually maximizes the probability of the reference translation output. However, due to
the diversity of correct translations, the translation with the highest probability output
by the non-autoregressive model is often not the best quality translation in reality. To
address this issue, this work proposes a multi-sample isotonic regression loss function
based on the assumption that the output probability of a translation should be consistent
with its quality. This loss function ensures that the output distribution of the model is
as close as possible to the real distribution by constraining the consistency between the
probability of multiple sampled translations from the true distribution and their evalu-
ation metric ranking. Moreover, this work improves the loss function by considering
the difficulty of fitting multiple reference translations for non-autoregressive machine
translation models. The corresponding experimental results show that this method can
bring about 0.3 BLEU value improvement in DA-Transformer and obtain higher quality
and diversified translations.

3. Training guided by network evaluation metrics
The independence of outputs at each position in non-autoregressive neural machine

translation makes it difficult to fit the true distribution that contains output context infor-
mation. Additionally, existing 𝑛-gram based evaluation metrics have some bias towards
actual translation quality, which makes it difficult to train non-autoregressive models to
output optimal translations. This work refers to the network structure of BERTScore and
attempts to guide the training objective of non-autoregressive models with evaluation
metrics modeled by similar neural network structures. At the same time, corresponding
improvement strategies are designed for the problems of large exploration space and
insensitive fluency of evaluation metrics in neural network evaluation metric training.
Experimental results show that by constraining the sampling space and introducing flu-
ency information, training with neural network evaluation metrics can bring about a
4-point BLEU score improvement for non-autoregressive translation models.
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1.1 研究背景与意义

机器翻译是指在不改变语义的条件下，利用计算机将用某种自然语言（即源
语言）表示的句子转换到用另一种自然语言（即目标语言）表示句子的技术。作
为计算语言学的分支，机器翻译融合了语言学、数学和计算科学的知识，其实现
过程依赖语言知识的充分理解、数学模型的合理构建、以及计算技术的搞笑实
现。随着信息化和全球化的进展，使用不同语言的人群沟通交流的机会和需求也
日益增多，对翻译的需求也日益增多；而计算机算法和硬件的发展，也使得机器
翻译在如今能够在各种场景下得到应用，从而极大的方便了人们的日常生活。

机器翻译技术最早兴起于上世纪 40 年代末，其也经历了多个阶段的演进。
具体而言，机器翻译技术经历了基于规则的机器翻译，统计机器翻译和神经机
器翻译三个阶段。基于规则的机器翻译是 20世纪 50年代到 90年代的主流方法，
其做法主要是通过语言学专家总结的翻译规则，以及少量人工编纂的词典，从而
将源语言的词转换为目标语言的词，同时使得目标语言句子具有目标语言的词
法、语法等方面的特点。但随着技术的发展，基于规则的机器翻译面临知识老化
维护成本高、专家与程序员沟通成本高、规则之间冲突增加、以及无法充分利用
大量翻译实例的问题。

取代经验主义方法的基于经验主义的机器翻译方法、统计机器翻译和神经
网络机器翻译都属于经验主义方法。统计机器翻译是基于噪声信道模型建立起
来的，其目标是使得在给定输入下参考译文输出概率最大化。统计机器翻译由于
引入了数学模型，使得其可以利用翻译实例来学习知识，从而在翻译效果上有了
较大的提升；但其也面临需要存储大量离散的语言模型数据、模型适用性受到一
系列人为设定的数学假设限制等问题。随着深度学习技术的发展和硬件性能提
升，自 2010年起，基于神经网络模型的机器翻译开始取得突破性进展，逐渐取
代了统计机器翻译成为了翻译领域的技术主流。

主流的神经机器翻译模型可以视做一个使用编码器——解码器结构 [3] 的条
件语言模型：在这一架构下，源端的句子通过一个编码器编码为包含了上下文
信息的向量表示，而模型再根据这一向量表示，生成相应的译文输出。此时模型
在训练时的目标函数是在训练集上的极大似然损失函数，即在给定源端输入和
当前位置之前的参考译文的条件下，最大化预测出最大化生成参考译文的概率，
而在解码时则是根据每个词输出的概率来逐个词串行的得到输出的句子。

就网络结构而言，较早期的神经机器翻译模型 [3,4]在解码器端采用的都是循
环神经网络的结构，这种结构的特点就是其每个位置的输入都必须依赖于前一
个状态的输出，这使得其一方面在训练和解码时的速度比较缓慢，另一方面也带
来了长距离遗忘等问题。2017年提出的 Transformer模型 [5]不仅将编码器和解码
器都替换为了前馈神经网络，还对注意力机制进行了改进，从而解决了循环神经

1



非自回归机器翻译模型的训练目标改进研究

网络中训练低效和长距离遗忘等问题，大幅提升了生成模型的性能，因而后来成
为了包括机器翻译任务在内的多种自然语言任务的基线方法，但此时的神经机
器翻译模型仍然采用的是串行的解码方式。

由于 Transformer结构带来了并行能力的显著提升，人们相应的联想到是否
可以通过并行生成序列的方式来取代之前的自回归生成序列的模型框架，从而
在显著提升模型的生成速度的同时，缓解自回归生成模型中因训练和解码不一
致带来的曝光偏差 [6] 等问题。最终，Gu等 [2] 提出了非自回归神经机器翻译模
型，该模型在沿用 Transformer模型结构的基础之上，先利用编码器的输出对生
成的句子长度进行预测，再利用解码器对各个位置的输出词进行相互独立的解
码，从而实现并行的解码输出。而从最终的实验的结果来看，该模型实现了 10
倍以上的解码速度的提升。

虽然非自回归模型带来了显著的解码速度提升，但其在翻译的准确度和流
利度上却有一定的下滑，其表现在译文上就是出现了大量的漏译和错译现象。究
其原因，是由于自然语言在表示句子含义时需要充分的结合上下文的信息，而非
自回归模型各个位置输出独立的特性虽然使得模型能够并行得到所有位置的输
出，但也使得模型在预测时无法得到其他位置的上下文相关信息，得模型利用极
大似然估计去拟合真实分布的难度显著变大。而对于自然语言来说，同一个意思
往往可以有多种等价的表示形式，相应的，对于同一个源端的句子也就存在着多
种可行的译文；而词级别的交叉熵损失函数则惩罚各个位置与参考译文不一致
的词，使得模型难以给各个位置的输出一个准确的损失函数。这一系列的问题使
得非自回归机器翻译任务普遍面对着多峰性问题 [2]。针对非自回归机器翻译中
存在的多峰性问题，一系列的工作从训练数据、模型结构、训练方式、损失函数
等角度来改善非自回归翻译的性能，并取得了一定的效果。而本论文主要是从非
自回归任务难度加大，且缺乏合适的训练目标入手，探索几种更准确合理的非自
回归机器翻译的训练目标，从而实现改善非自回归机器翻译任务的准确性。

1.2 研究目标

正如前文所述，虽然非自回归翻译实现了解码速度的提升，也显著的消除了
曝光偏差，但与此同时在翻译性能带来了显著的下降，主要的表现是重复词的增
多和一些关键词的缺失，表1-1中展示了标准非自回归模型中出现的两个错误的
例子：

表 1-1有错误的非自回归翻译示例
Table 1-1 Examples of non-autoregressive machine translation with errors

源端句子 今天下午我吃了披萨。 我们当然会有点生气。

参考译文
this afternoon I ate pizza. of course, we got a little pissed up.
I ate pizza this afternoon. and of course, we got a little angry.

模型输出 I ate I ate pizza. of course, course got got got something.

2



第 1章 引言

表1-1中所列出的两个例子都有一个特点，就是每一个句子都能够找到不同
的翻译，且这些翻译存在着一定的结构错位。以第一个例子为例，在第一个参考
译文中，“this afternoon”是在“I ate pizza”之前的，而在第二个参考译文中，“I
ate pizza”则是在“this afternoon”之前。由于非自回归模型在训练和解码时又仅
仅依赖于各个词的解码位置和源端的输出，使得非自回归模型在预测下一个词
的时候缺乏足够的上下文信息，也就导致了一些高频的表达形式重复在模型中
输出的情况，如第一个句子中的“I ate”和第二个句子中的“course”和“got”。
这种输出一方面会使得输出句子的流利度显著下降，另外一方面也使得一些表
示句子含义的实词（如第一个例子中的“披萨”，第二个例子中的“我们”和“生
气”）无法正常输出，这样使得输出的译文在准确度上也显著下降。

上述问题是非自回归翻译中一种普遍存在的现象，Gu等 [2]曾称之为多峰性
（multi-modality）问题。而这一问题是造成非自回归机器翻译模型在输出译文质
量上弱于自回归模型的主要原因。而对这一问题，除了缺乏上下文造成的非自
回归翻译任务本身的难度上升，以及非自回归模型训练时缺乏上下文信息以外，
还与标准的非自回归模型所采用的词级别的交叉熵损失函数密切相关。非自回
归模型的各个位置的交叉熵损失函数相互独立，这一方面与自然语言中上下文
紧密联系的事实相矛盾，也给模型训练分布拟合真实分布带来了难度。具体来
说：以一个简单的训练集 𝐷𝑡𝑟𝑎𝑖𝑛 = {(Thank you, Vielen Dank), (Thank you, Danke
schön)}为例，理论上模型应当拟合的分布是：

𝑝(𝑦|𝑥 = Thank you; 𝜃) =
⎧⎪
⎨
⎪⎩

1
2 𝑦 = Vielen Dank
1
2 𝑦 = Danke schön

. (1-1)

但采用交叉熵损失函数时，模型却拟合了如下的输出分布：

𝑝(𝑦|𝑥 = Thank you; 𝜃) =

⎧⎪
⎪
⎪
⎨
⎪
⎪
⎪⎩

1
4 𝑦 = Vielen Dank
1
4 𝑦 = Vielen schön
1
4 𝑦 = Danke Dank
1
4 𝑦 = Danke schön

. (1-2)

显而易见，这种各个词独立的分布显然是不符合实际的情况。这个例子表现
了词级别极大似然损失函数与非自回归模型特性之间存在的矛盾。而本文中几
个工作的的主要研究目标则正是从模型训练的目标入手，通过合理设计训练过
程来缓解非自回归机器翻译中的多峰性问题，提升模型输出译文质量。下面将会
对这些工作的研究内容做一个简要介绍。

1.3 研究内容

针对现有的目标函数训练下的非自回归模型存在的问题，本工作设计了不
同的损失函数来加以改进。首先，考虑到词级别损失没有上下文信息的问题，本
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工作引入了基于上下文信息预测的解码器来辅助非自回归机器翻译；其次，针对
非自回归模型的输出分布拟合于参考译文的偏差，本工作引入了输入样本的保
序回归损失函数来计算相应的损失；最后，鉴于非自回归模型本身在真实分布上
的建模能力，本工作中探索了直接利用 BERTScore来优化输出译文，引导非自
回归模型进行训练。以上工作整体的关系如下图所示：

图 1-1本论文中各个研究的相互联系
Figure 1-1 Overview of research works and their relationships

下面将对这些工作做一个详细的介绍。

1.3.1 结合上下文信息的训练目标设计

如前文所述，标准的非自回归机器翻译中所采用的交叉熵损失函数，使得模
型各个位置的输出分布的损失函数仅仅依赖于模型的源端和目标端的词的位置，
而没有考虑到其他位置的输出的信息，导致模型放大了存在错位和异位、但与参
考译文在片段上接近的译文的损失，导致模型学到的输出分布与真实分布出现
了偏差。如果能够使模型的训练目标能够考虑到其他位置的上下文信息，那么模
型也就更容易学到一个符合真实数据分布的输出。基于这一思路，本工作中设计
了一种结合双向信息的网络结构以及对应的训练策略，进而可以利用这一结构
的输出来引导非自回归机器翻译模型的训练，从而缓解多峰性问题。

本工作在原有的非自回归模型的基础上引入了一个结合双向信息的网络结
构，即先见解码器，并利用该网络模块的输出来校准非自回归翻译模型的输出分
布。先见解码器以源端句子和目标端句子的其他词为条件，来建模目标端当前词
的输出分布。在一个预训练好的非自回归解码器模型的基础上，首先，本工作用
一定轮数的预训练先见解码器来冷启动先见解码器；然后，本工作使用非自回归
解码器输出作为先见解码器输入来获得每个输出令牌的分布，并使用非自回归
解码器和先见解码器之间的 Jensen-Shannon (JS)散度作为训练目标。由于先见解
码器的输出分布包含了整个非自回归模型输出句的信息，使得非自回归模型学
会了考虑整个输出句子的信息来得到各个位置的输出，这样也就对非自回归机
器翻译中的多峰性问题起到了缓解的作用。
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1.3.2 多样本保序回归的损失函数设计

非自回归机器翻译的生成方式是并行的预测目标端句子的各个词，这种生
成方式带来了两个显著的好处：一是模型各个位置的输出能够方便的通过并行
方式生成，因而能够避免自回归解码过程中的多轮迭代，提升了解码的速度，二
是非自回归模型的训练和解码的过程基本一致，从而避免了自回归模型中时常
出现的曝光偏差现象。但这种生成方式也有一些显著的缺点，即模型的预测仅依
赖于源端的输出，使得模型正确预测输出词的难度显著增加。而现有的非自回归
训练方法常常是采用极大似然的方式去拟合确定的参考译文，由于训练信号的
稀疏和模型能力的限制，这种学习方式会放大模型在一些质量较高但与原始译
文有偏差的输出译文的损失，从而导致模型训练效果较差。特别的，极大似然估
计仅仅要求训练集中参考译文的输出概率为 1，但译文多样性使得这种分布往往
并不准确，这会进一步的影响非自回归模型的输出译文质量。

因此，本工作中利用非自回归模型预测过程并行，且训练过程与解码过程一
致的优势，直接得到模型的多组输出译文，并利用这些译文的输出质量来引导模
型进行训练，以缓解训练信号稀疏的问题。从最大熵原理的角度看，在给定信息
的情况下，描述事实的最为合理的概率分布应当是熵最大的分布；而从翻译等自
然语言生成的场景来看，给定源端的信息下存在着多种可行的输出是一种常见
的现象，而这与极大似然估计的假设（即输出分布是熵为 0的独热分布）是相悖
的。虽说语言空间的复杂性使得语言的真实的分布无法被建模出来，但这一分布
应当大体满足“译文质量越高，概率越大；译文质量相当，概率相当”的假设。
因此，本工作采用了一种基于排序的损失函数，并通过这一式子，使得模型在最
大化参考译文之外，能够去学习加大质量更高的译文的概率，从而使得非自回归
模型学到更准确的输出分布。

1.3.3 神经网络评价指标引导的训练设计

前面两个研究分别通过提供上下文信息和更充分利用数据的方式，使非自
回归模型的输出分布更接近真实分布。但非自回归模型本身的独立性特性与翻
译任务中译文各个词的相关性的矛盾本身并没有被彻底解决，而这也使得模型
分布始终无法拟合真实分布，而这一性能上界也通过数学方式得到了证明。解决
这一问题可采用的有两种方式：一种是通过引入隐状态等建模方式来降低模型
分布与真实分布的最小距离上界，而另一种方式则是直接对模型的输出译文进
行优化。而将评价指标作为优化目标是一种常见的优化方法，最小风险训练和策
略梯度算法等方法均可以应用于对这一指标的训练。现有的许多方法多是采用
的基于 𝑛-gram的统计指标来引导模型的训练，但这种评价指标与真实的句子质
量存在着差距。本工作则利用网络模型作为打分模型，并探索利用打分模型的分
数来优化非自回归翻译模型。

参考 BERTScore的模型结构，本工作中引入了一个对目标端句子的编码器。
具体来说，本工作将非自回归模型的输出和参考译文的输出通过这一解码器之
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后得到两两之间的距离，进而计算输出译文各个词的准确度和困惑度，进而得到
相应的分值。而针对其在训练中的性能问题，本工作中针对这一指标在非自回归
模型训练时存在的两个主要矛盾：探索与开发之间的矛盾、以及准确和流利之间
的矛盾设计了一系列的改进的训练策略。

1.4 章节组织

本文的章节组织结构如下：

第一章介绍了非自回归机器翻译相关的研究背景和其存在的问题，并根据
这些问题提出了本论文的研究目标以及相关的研究内容，并给出了论文的章节
组织安排。

第二章介绍了神经机器翻译和非自回归神经机器翻译的具体背景知识，包
括机器翻译的相关背景知识，神经机器翻译的基本模型架构和实现方式，非自回
归翻译模型的基本实现，以及针对非自回归翻译模型中的问题所进行的一系列
改进。

第三章介绍了结合上下文信息的训练目标的方法，重点介绍了针对非自回
归模型训练时缺乏上下文信息的问题，如何通过引入一个结合上下文信息的网
络结构来引导非自回归模型的训练。

第四章介绍了多样本保序回归的损失函数的方法，主要内容是针对极大似
然估计与译文多样性之间存在的矛盾，结合非自回归模型的特性，通过从模型生
成的译文中采集样本并计算保序损失函数，从而使得模型学到一个更精确的输
出分布。

第五章则是介绍了神经网络评价指标引导训练的方法。本章重点是对非自
回归模型分布拟合真实分布始终存在着一定的上限的问题，在参考 BERTScore
模型结构的情况下，通过神经网络来为评估模型的分值进而引导模型输出质量
更好的译文。

第六章则是对全文的工作做出了总结，并对后续的研究方向进行展望。
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第 2章 非自回归神经机器翻译背景介绍

本文的研究内容是针对非自回归机器翻译中存在的训练目标的问题提出一
系列对训练目标的改进。相应的，本章的内容是对非自回归机器翻译及其相关
的神经网络基础架构进行介绍。本章首先将会对机器翻译有关的背景进行介绍；
之后将会对神经网络机器翻译的几种常见的网络结构及其背后的原理进行介绍；
接下来将介绍非自回归机器翻译的实现及其特点；最后将会介绍包括改进训练
目标在内的对非自回归机器翻译进行改进的策略。

2.1 机器翻译

虽然机器翻译这一概念的历史最早可以追溯到 17世纪，但其真正得以实现
则与计算机的发明和数学领域的进步有着密切的关系。第一台计算机诞生后的
1947年，美国数学家Warren Weaver发表了《翻译备忘录》[7]，提出了利用密码
学的思路，将翻译过程视为一个解密过程，来实现利用机器进行翻译的工作方
式，这也被认为是机器翻译诞生的一个标志。早期机器翻译的方法多是基于规
则的一些翻译方法，具体来说包括了直接将源端句子一一映射到翻译端的方法，
利用词法和句法分析等技术对句子进行复杂转换的方法，以及利用中间语言等
方法。但由于 1966年发布的 ALPAC报告 [8] 对机器翻译的前景持悲观看法，导
致在相当长的一段时间里的机器翻译技术发展较为缓慢。

而到了 20世纪 90年代，随着冷战的结束和全球化的演进，对翻译的需求也
逐渐增多。而与此同时，一些数据驱动的机器翻译方法也开始兴起：首先是基于
实例的机器翻译系统，其通过从平行语料库中寻找到与源端句子相似的句子并
将对应的目标端句子进行修改来进行翻译；而在这之后，一系列的统计机器翻译
方法开始兴起。统计机器翻译系统包含了预测目标语言的语言模型，预测目标端
向源端翻译的模型以及包含快速搜索算法的解码器。其中在语言模型方面通常
是采用的是 𝑛元语法模型，而在翻译模型上，人们则提出了一系列的方案：其中
较为经典的有 1993年提出的 IBM 5个翻译模型 [9]，其通过概率表达式建模了诸
如词对齐、词序、句子长度等语言信息。之后，Gale等 [10]又提出了统计句子对
齐模型，而再后来，又诞生了基于短语的翻译模型 [11]。

随着深度学习技术的发展和硬件性能提升，自 2010年起，基于神经网络模
型的机器翻译 [1,3–5]开始取得突破性进展，逐渐取代了统计机器翻译成为了翻译
领域的技术主流。如今神经机器翻译模型不仅在理论上取得了成功，且已经在多
种场景下得到了应用，有力的促进了使用不同语言的人群的沟通理解。
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2.2 神经机器翻译

现有的神经机器翻译采取的是编码器—解码器架构，即将源端句子先通过
某种转换转变为一种表示形式，之后将前述的“表示”转变为输出的序列。而不
同模型的区别则是在于编码器和解码器的不同设计。以经典的自回归机器翻译
模型为例，设模型的输入为 𝐱 = (𝑥1, ..., 𝑥𝑚)，而神经网络模型的编码器和解码器
分别表示为 𝑓𝐸𝑛𝑐 和 𝑓𝐷𝑒𝑐，则编码器的输出可表示为：

ℎ = 𝑓𝐸𝑛𝑐(𝐱). (2-1)

与之对应的，解码器输出第 𝑖个词的概率表示为

𝑃 (𝑦𝑖|𝑦<𝑖, 𝐱) = softmax(𝑓𝐷𝑒𝑐(ℎ, 𝑦<𝑖)). (2-2)

其中，softmax(𝑎𝑖) = 𝑒𝑎𝑖/Σ𝑗𝑒𝑎𝑗。

以上便是神经机器翻译模型的基本网络架构。而为了实现翻译的功能，上述
模型可以在由平行语句对构成的训练集上采用极大似然损失函数加以训练，而
在解码阶段则可以集束搜索等方式预测出质量最好的译文。

正如前文所述，在具体的结构设计上，神经机器翻译模型前期主要是基于
循环神经网络结构，而后来的模型则主要采用的是前馈神经网络，而两者的代
表则是基于循环神经网络的 RNNSearch模型和基于前馈神经网络的 Transformer
模型。这两个模型都采用了注意力机制，即将输出的权重集中在最为重要的源端
词上，以缓解对源端信息的遗忘问题。下面将会对这两个模型进行介绍。

2.2.1 RNNSearch模型

RNNSearch [1]是 2014年提出的一种神经机器翻译模型，其采用了通用的编
码器——解码器架构，源端的编码器采用了一个基于循环神经网络的双向循环
神经网络 [12]，而目标端则采用的是单向的循环神经网络。

而从具体流程来讲，源端输入的句子 𝐱 在经过编码器之后得到了各个词包
含了上下文信息的表示，而解码器端则通过与源端输出的上下文表示和历史的
隐状态信息来给出相应位置各个词的输出的概率，整个模型的流程如图2-1所示：

RNNSearch模型相较于之前的基于循环神经网络的机器翻译模型取得了显
著的性能提升，其核心在于解码时采用了对源端信息计算对齐的注意力机制，
RNNSearch中的注意力机制具体包括了以下几个步骤：

(1) 将前一步的隐状态 𝑠𝑖−1 和源端各个位置的隐状态 ℎ𝑗 拼接，经过线性网
络和 softmax函数后，得到各个词的向量对上下文向量贡献权重 𝑎𝑖𝑗。

(2) 根据前面计算得到的权重 𝑎𝑖𝑗 和源端的隐状态得到上下文向量 𝑐𝑖。

通过以上的注意力机制，RNNSearch 模型得到了句子在当前位置所需的上
下文信息。而在接下来的解码器端，模型将 𝑐𝑖和前一步的隐状态 𝑠𝑖−1，以及输出
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图 2-1 RNNSearch [1]的模型结构

Figure 2-1 Model Structure of RNNSearch [1]

词 𝑦𝑖−1作为输入，通过循环神经网络得到此步的隐状态 𝑠𝑖。最后，此步隐状态 𝑠𝑖
和上下文向量 𝑐𝑖以及输出词 𝑦𝑖−1一起，得到输出词 𝑦𝑖的概率。

在上述流程当中，源端输入句子的信息不再存在一个固定向量之中，而是由
源端的每个词通过双向门控循环单元学习到每个词和整个句子的信息后，存储
在了一个属于词自身的向量中；而注意力机制也使得隐状态向量被解放出来。而
从实验的效果来看，引入注意力机制能够改善长距离依赖问题，提升翻译效果。
但由于其采用了循环神经网络，导致不同时刻的隐状态之间仍然存在着顺序依
赖的关系，使得模型无法进行序列层面的并行训练，且解码效率较低。

2.2.2 Transformer模型

Transformer [5] 是 Vaswani 等人于 2017 年提出的模型。与之前的模型类似，
该模型也采用了编码器—解码器的结构，而其相较于前面所采用的模型的最大
不同，在于其完全抛弃了前面所采用的循环神经网络，仅通过线性神经网络和注
意力机制来完成模型的运算过程。Transformer模型的整体结构如图2-2所示，源
语言的句子通过词向量和位置向量的编码之后输入到编码器中，从而得到了相
应的源端句子的上下文表示；而解码器端则基于解码器的输出（即参考译文当前
位置之前的词）和编码器得到的上下文表示来对目标端相应位置的输出分布进
行预测。

就更具体的编码器和解码器结构来说，编码器和解码器都采用了多层相同
网络结构的堆叠，但其具体的网络结构又有所不同：编码器包含一个自注意力机
器层和前馈神经网络层。而解码器则包含了三个模块：第一个是学习输出的句子
信息的自注意力层，第二个是学习已经输出的句子与输入句子之间的相关性的
编码器-解码器注意力层，第三个是前馈神经网络层。自注意力机制主要是为了
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使得每个位置的词能够包含相应位置的上下文信息，编码器-解码器注意力层是
为了使得目标端的各个位置能够对齐到源端相应位置的信息，而前馈神经网络
层则能学到更丰富的表示。

图 2-2 Transformer的模型结构
Figure 2-2 Model Structure of Transformer Model

而就注意力机制而言，该模型也有许多贡献：一是引入了自注意力（Self-
attention）机制，以提升模型提取句子自身信息的能力，二是首创了多头注意力
（Multi-head attention）机制，使模型学习更充分。注意力模块的具体实现如图所
示：

注意力模块有 Query（Q），Key（K）和 Value（V）三个输入。从图2-3中
可以看到，在自注意力模块中，上述输入是相同的。而在编码器-解码器注意力
模块，Q为解码器前一层的输出，而 K和 V则为编码器的输出。需要说明的是，
对于解码器的自注意力机制而言，为了避免解码时各个位置看到其之后的信息，
模型引入了一个上三角的掩码矩阵𝑀 ，该矩阵满足：

𝑀𝑖𝑗 =
{

−∞ 𝑖 > 𝑗
1 𝑖 ≤ 𝑗

. (2-3)
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(a) (b)

图 2-3 Transformer模型中注意力的实现机制
Figure 2-3 Attention Mechanism of Transformer

而在多头注意力机制中，上述三个输入在经过线性网络层后被分割成了 𝐻
个向量，并分别通过点乘来计算权重和输出向量，最后再将各个模块的输出拼接
起来，在经过一个线性网络后得到输出。其具体表达式可由如下式子表示：

Attention𝑖(𝑄, 𝐾, 𝑉 ) = softmax(𝑀 ⊙
𝑄𝑊 𝑄

𝑖 (𝐾𝑊 𝐾
𝑖 )𝑇

√𝑑ℎ
)(𝑉 𝑊 𝑉

𝑖 ), (2-4)

head𝑖 = Attention𝑖(𝑄, 𝐾, 𝑉 ), (2-5)

MultiHead(𝑄, 𝐾, 𝑉 ) = Concat(head1, ..., head𝐻 )𝑊 𝑂. (2-6)

需要说明的是，上式中 ⊙表示逐个位置相乘。
除了上述的注意力机制模块外，在模型中还引入了线性前馈网络层，通过将

注意力层中的输出映射到更大的空间来学习语言信息。其中包含了两层线性网
络和一个激活函数，具体的表达式如下式所示：

FFN(𝑥) = ReLU(𝑥𝑊1 + 𝑏1)𝑊2 + 𝑏2. (2-7)

除了编码器和解码器以外，在其他的位置 Transformer也进行过一些特别的
设计。由于 Transformer模型的注意力机制对输入的绝对位置不敏感，因此为了
确保模型的输入包含上下文的顺序信息，因此在编码器和解码器的词向量上需
要加上相应的位置编码信息。具体的位置编码包括了利用余弦函数建模的位置
编码和利用神经网络建模的位置编码等方式，通过这些方式 Transformer模型获
取了句子的上下文位置信息。

以上便是对整个 Transformer的介绍，可以看到，上述模型结构较为简洁，训
练时不需依赖之前各个位置的输出词，降低了计算的复杂度；且模型全部使用线
性网络，能够并行训练，从而大幅提高了训练效率。而从翻译的结果来看，可以
看到在模型包括机器翻译在内的多个 NLP任务上实现了效果的提升。
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2.3 非自回归机器翻译

正如前面所提到的，Transformer模型利用前馈神经网络来建模整个模型结
构，这一方面缓解了传统的神经机器翻译模型存在的长距离遗忘的问题，也使得
翻译模型能够实现并行的训练。但与此同时，Transformer模型仍然是采用了自
回归生成的方法进行翻译，这意味着目标标记是按顺序逐词生成的。相应的，这
一模型在解码生成目标句子时仍然会非常耗时。

为了缓解上述的问题，Gu等 [2]提出了机器翻译的非自回归生成方法，即非
自回归机器翻译（Non-autoregressive translation，NAT）。图2-4展示了该非自回
归模型的结构。

图 2-4非自回归翻译模型 [2]的实现

Figure 2-4 Non-autoregressive Translation Model [2]

从图2-4中，可以看到非自回归翻译模型在结构上大体与 Transformer模型相
近，其结构上的区别在于以下一些地方：首先，模型的编码器后接入了一个预测
源端各个词复制份数的预测器，模型通过这一模块相应的预测出解码器最终输
出的词的个数，并根据其结果将源端的词向量复制到解码器的输入端；其次，由
于非自回归模型的解码器是并行输出的，因此模型解码时的自注意力机制也不
再需要相应的掩码矩阵。

在以上结构的基础下，在 Gu等 [2]提出的非自回归机器翻译模型中，对源端
的语言句子 𝐱，模型的输出概率被建模为：

𝑃 (𝐲|𝐱; 𝜃) = 𝑃 (𝑇𝐲|𝐱; 𝜃)
𝑇𝐲

∏
𝑖=1

𝑃 (𝑦𝑖|𝐱; 𝜃). (2-8)

其中，𝑇𝐲 是模型输出句子的长度，而 𝑦𝑖是解码器输出的第 𝑖个词。

12
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而就训练而言，作为基础的非自回归模型，Gu等 [2]采用了词级别的交叉熵
作为损失函数，设对训练集𝐷 = (𝐱, 𝐲)，其中样本 𝐱 = (𝑥1, ..., 𝑥𝑚)，而 𝐲 = (𝑦1, ..., 𝑦𝑛)，
则有：

𝐿𝐶𝐸 = −log 𝑃 (𝑇 = 𝑇𝐲|𝐱; 𝜃) −
𝑇

∑
𝑖=1

log 𝑃 (𝑦𝑖 = 𝐲𝑖|𝐱; 𝜃). (2-9)

而在解码时，模型通过选取概率最大的词，从而并行的得到了解码译文中各
个位置的词的输出。而 Gu等 [2]又在此基础上进一步提出，可以通过在词的长度
预测环节采集多个样本的方式，通过给出多个样本的解码并选取其中概率最大
的句子的方式，来使得模型最终得到的译文是接近真实分布中概率最大的译文。

以上介绍了非自回归机器翻译的模型结构和生成方式，可以看到这种生成
方式利用了 Transformer模型的并行特性，将各个词的输出视为独立过程，因而
可以并行的输出目标端的各个词，相应的大幅提升了解码的速度。但与此同时，
由于非自回归模型对各个位置的输出的相互独立性做了较强的假设，导致其与
语言生成任务上下文联系紧密的实际情况不符，导致解码的时候得到的输出分
布往往与真实的分布之间存在着较大的偏差，带来了多峰性的问题。

而在 Gu等 [2]的工作中，作者为了缓解这一问题，采取了句子级知识蒸馏的
方法，具体来说就是模型的训练目标从原始的参考译文变为经过一个由训练集
数据训练的自回归翻译模型解码后的译文。这种做法使得非自回归模型所要学
习的目标分布变得更简单和更尖锐，从而使得非自回归模型更容易学习到。这种
做法给非自回归模型带来了显著的提升，但其与自回归模型仍然存在着较大的
差距。

2.4 非自回归机器翻译的相关研究

正如前文所提到的，非自回归机器翻译充分利用了 Transformer模型的并行
特性，对解码速度带来了 10倍以上的提升，充分展现了非自回归模型对模型解
码速度的显著提升；但与此同时，非自回归机器翻译模型也面临着严重的多峰性
问题，这一问题使得非自回归模型输出的译文有着严重的漏译和重复现象。具体
来说，自然语言在表示句子含义时需要充分的结合上下文的信息，而非自回归模
型各个位置输出独立的特性虽然使得模型能够并行得到所有位置的输出，但也
使得模型在预测时无法得到其他位置的上下文相关信息。与此同时，自然语言的
表示的多样性使得训练集中存在着同一个句子的多种风格不同的表示，这使得
非自回归模型各个位置的输出不得不去拟合多种不同的分布，使得模型最终的
输出分布往往是几种分布的叠加，而不是某一种译文的表示，从而导致模型没有
办法输出连贯的译文。

针对非自回归机器翻译的多峰性问题，一系列的研究通过进行知识蒸馏、引
入迭代式的解码流程、引入隐状态、采用更易于建模上下文的输出结构以及设计
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更合理的损失函数等角度提出了相应的改进策略，本节将会对这几种类型的改
进进行具体介绍：

2.4.1 知识蒸馏

正如前文所提到的，同一个源端句子确实存在着多种参考译文，但非自回归
模型在本身缺乏上下文信息的情况下表示这种多峰的分布是存在困难的。相应
的，既然模型只需要学出某一种参考译文的表示，那么是否能够让模型学习一个
其能学到的、对上下文信息依赖较少的单峰的目标呢？而这正是序列级知识蒸
馏 [13]改进非自回归机器翻译的原理。

在非自回归机器翻译中，序列级知识蒸馏通常是指通过自回归模型蒸馏等
方式，使得非自回归模型能够拟合一个大体准确但更为简单的目标端句子，其方
法的整体流程如下图所示：

图 2-5非自回归模型训练数据序列级知识蒸馏的过程
Figure 2-5 Process of sequence-level knowledge distillation for training data of

non-autoregressive translation

具体来说，序列级知识蒸馏的过程包括了三个步骤：第一步是利用训练集的
数据得到一个自回归的翻译模型，第二步是利用训练好自回归的翻译模型将原
始训练集的源端进行解码得到蒸馏后的目标端译文，最后一步则是利用蒸馏得
到的目标端译文训练非自回归模型。由于自回归解码得到的目标端译文相较于
原始的目标端句子，在表示上更为简单，多峰现象也更少，因此非自回归模型能
够更容易的准确的拟合这种译文，相应的能够对非自回归模型的性能带来提升。

序列级非自回归模型一方面使得非自回归模型能够拟合到某一种准确的译
文，但由于其学到的是一种比真实分布更为简单的分布，从而给非自回归模型的
性能带来了一定的上界。相应的，针对序列级知识蒸馏这一方法，出现了一系列
的分析和改进的工作：Zhou等 [14] 通过数据复杂性和忠实度来分析蒸馏数据的
特点并发现，虽然能通过降低复杂性和增加忠实度来简化训练数据，但更大更好
的教师模型并不总是会产生更好的学生模型。而从数据层面，Ding等 [15]通过对
评估指标分析发现，当 NAT模型在蒸馏数据集上进行训练时，低频词的准确性
会严重下降。Sun等 [16] 通过采用 EM算法，利用自回归模型蒸馏得到的输出和
非自回归模型蒸馏得到的输出来迭代训练两个模型，从而实现了非自回归任务
上输出译文质量的提升。Shao等 [17]则通过改进数据蒸馏的方式，得到了多组高
质量且多样的蒸馏参考译文，并提出了相应的训练策略，让模型自适应的拟合其
最容易学到的译文。
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2.4.2 迭代式模型建模

导致非自回归翻译模型出现多峰性的问题除了译文句子本身存在多峰性之
外，非自回归模型缺乏对上下文信息的建模能力也是一大原因。在自回归机器翻
译中，模型是在已经给出的当前位置之前译文的基础上进行预测，这使得各个位
置输出分布的多峰性大为降低；而在自回归分布中则不存在这样的信息，这使得
模型的预测难度也有所加大。而迭代式模型则是通过模型在模型的预测阶段给
出一部分上下文信息，从而使得模型的预测难度降低。

迭代式的非自回归模型最早是由 Ghazvininejad 等 [18] 提出的。这一工作主
要针对的是自回归模型串行解码存在的问题，设计了一种能够用有限的轮数得
到解码译文的模型，即 CMLM模型。这种模型结构的特点是模型解码器端会提
供输出句子的一部分上下文：在训练阶段，对一个目标端参考译文长度为 𝑛的句
子，模型先会从 1到 𝑛中随机确定一个数字 𝑘作为待预测的词的数目，之后在
解码器端的输入处随机选出 𝑘个位置，将参考译文置换为掩码，然后再训练模
型在以上述被掩码替换的参考译文为输入的情况下来预测被掩码覆盖的词。而
在解码阶段，模型共进行 𝑇 轮解码，初始时模型将所有位置的输入均设为掩码，
之后每轮解码出预测概率最大的 𝑛/𝑇 个词，并将解码出来的词作为下一轮的输
入来解码剩余的词，最终，模型通过多轮的解码得到了最终的输出。由于解码
的轮数为一固定值，因此在设定合适的轮数的情况下，其解码所需的速度相对
于随解码时间随句子长度线性增长的自回归翻译模型仍能得到提升。总而言之，
Ghazvininejad等 [18]以牺牲解码速度提升为代价，实现了引入模型解码所需的上
下文信息，从而提升了翻译模型的输出译文质量。
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(a) CMLM模型
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(b) GLAT模型

图 2-6迭代式非自回归机器翻译模型示例
Figure 2-6 Examples of iterative non-autoregressive machine translation model

而基于这一迭代式的模型，后续产生了一系列的对迭代式模型本身的改
进 [19,20]，而一些模型也采用了一些类似迭代式的输入建模方式来预测模型的
输出。Qian等 [21]提出的 GLAT模型是其中的一个代表性的作品，其中的瞥见机
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制也采用了类似的迭代式的模型思路，具体来说，在训练时模型需要经过两轮
解码：第一轮解码时模型每个位置预测时没有上下文信息，相应的可以得到了
解码的输出和参考译文不匹配的词数 𝐿；而在第二轮解码时，模型再随机选出
𝜆 ⋅ 𝐿个参考译文中的词与原来的输入端进行替换，并预测剩余的词；而瞥见系
数 𝜆的取值则随着训练过程的进行而逐渐降低。通过这样的课程学习的训练过
程，模型逐渐的获得了结合上下文信息的并行的预测多个词的能力，从而显著的
提升了非自回归模型的输出译文质量。

2.4.3 引入隐状态

在前面的迭代式的模型建模方式中，研究者们针对非自回归翻译模型在预
测过程中缺乏上下文信息的问题，提出通过迭代式生成的方式，使得模型在训练
和（或）解码阶段能够看到一部分的上下文信息，从而降低模型解码分布的多峰
性，提升模型在预测时利用上下文信息的能力，从而改善模型的输出译文质量。
而除了通过提供部分的目标端的参考译文信息以外，隐状态也是一种建模上下
文信息的有效方式。具体来说，设要预测一个长度为 𝑇 的句子，若将隐状态用
字母 𝐳表示，则此时非自回归模型的输出分布为：

𝑃 (𝐲|𝐱; 𝜃) = 𝑃 (𝐳|𝐱; 𝜃)
𝑇

∏
𝑖=1

𝑃 (𝑦𝑖|𝐱, 𝐳; 𝜃). (2-10)

从上述输出分布中可以看出，此时非自回归模型需要先根据模型输入的源
端译文 𝐱来给出相应的隐状态 𝐳的概率，再在接下来根据 𝐱和 𝐳来计算出所需要
解码的每一个词的概率。而由于解码时解码器端会得到一个固定的隐状态 𝐳，因
此非自回归模型在解码输出各个词 𝐲 时就获取了一定的有关待解码译文条件信
息，从而使得模型输出分布的多峰性有所降低。

以上是通过隐状态改进非自回归机器翻译的基本原理，而就具体实施而言，
不同的工作建模的方式又有所不同，具体的做法包括以下几种：

• 基于变分自编码器的隐状态建模
变分自编码器 [22] 是一种通过神经网络学习到的隐状态的模型分布去近似

真实空间的后验分布的做法，其针对真实空间中的后验分布难以学习的问题提
出了一个近似真实分布的变分下界损失来进行训练。而在非自回归机器翻译中
也有采用相关原理的研究：在Ma等 [23] 中，作者采用了生成流模型 [24] 的做法，
通过一系列的可逆的线性变换将用标准高斯分布表示的向量变换为隐状态向量，
而在训练时则使得模型在能够输出正确的译文的同时，模型输出的隐状态分布
与后验分布之间的距离也能够尽可能的小。而在 Shu等 [25]中，作者则是通过一
个独立的 Transformer编码器—解码器结构来建模隐状态的后验分布，也取得了
不错的效果。

• 基于向量量化的隐状态建模
向量量化是一种将连续空间的向量映射到有限的矢量空间中的做法。以自
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然语言中的词为例，设单词 𝑦映射到连续空间的表示为一个 𝑛维向量 repr(𝑦)，若
有一个包含了 𝐾 个 𝑛维的隐状态向量的集合 𝐐，则此时的隐状态就可以表示为：

𝑧 = arg min𝐪∈𝐐|| repr(𝑦) − 𝐪||2. (2-11)

而参考这一原理，一些工作将隐状态定义在取值有限的 𝐐上，将计算隐状
态的过程定义为一个有限类别的分类任务，并基于这一隐状态对后续的模型结
构进行预测。在 CNAT模型 [26]中，作者令模型将聚类结果作为非自回归模型解
码器端的输入，使模型在有各个类别的先验信息的情况下进行预测；与此同时，
作者利用神经网络模块建模了一个条件随机场以在给出源端句子的情况下预测
参考译文所属词的类别，从而使得模型在没有后验的参考译文各个词类别的情
况下也能得到正确的解码输出。而在 Latent-GLAT [27] 中，作者将预测隐状态的
模块替换为了 Transformer编码器结构，并采用了瞥见机制，从而进一步提升了
模型的输出译文质量。

• 利用显式的语言特征建模隐状态
除了利用神经网络自身学习到的隐状态来建模输出分布之外，一些工作也

采用了一些翻译中显式的特征来建模隐状态。具体来说，在 Ran等 [28]中，作者
利用 fast-align工具 [29]抽取了模型各个位置的调序信息，并让模型基于源端的隐
状态去拟合这一调序，从而在这一调序的基础之下进行后续的预测。而在 Song
等 [30]中，作者将则是利用 fast-align和 GIZA++ [31]等统计学工具建模了目标端
句子与源端的对齐，并将原有的对齐过程进行了分解以确保解码器的输入端融
合了各个不同源端词的特征。

总而言之，利用隐状态建模的非自回归翻译模型，其核心都在于通过隐状态
的结构提供了一些相关于参考译文的后验信息，从而降低了任务难度并缓解了
多峰性，提升了模型的性能。

2.4.4 上下文友好的建模方式

正如前面所介绍的，一系列的研究通过引入序列级知识蒸馏、采用迭代式输
出方式以及引入隐状态的方式来缓解模型建模多峰分布困难以及缺乏上下文信
息等问题。但这些研究并没有对非自回归翻译模型的模型结构上并没有做出太
大的变化。而标准非自回归模型 [2] 的结构中也存在着一些显而易见的问题，比
如模型在解码时需要提前预测参考译文的长度、缺乏对上下文关联信息的建模
等，这些因素都显著的影响了非自回归翻译的输出译文质量。

针对模型结构存在的这一问题，一些工作则采用了对上下文信息更为友好
的网络建模方式。其中，CTC-NAT [32]和 DA-Transformer [33]是其中的典型代表，
这两者都采用了对模型输出降采样的方式，并取得了显著的效果。下面将会对这
两个工作进行介绍：

CTC-NAT [32]是一种利用 CTC损失函数 [34]进行训练的非自回归模型，这一
损失本来是针对语音识别等任务中模型各个位置输入与输出的标签不存在严格

17



非自回归机器翻译模型的训练目标改进研究

的一一对应的关系但存在相对的顺序关系而设计的，以下图中的语音识别任务
为例，CTC模型允许模型的输出存在一定的空白词 𝜖，只要模型最终解码得到的
输出与参考的目标相匹配即可。

(a)语言识别任务上的 CTC损失函数

(b)非自回归翻译任务上的 CTC损失函数

图 2-7不同任务上的 CTC损失函数
Figure 2-7 CTC loss function in different tasks

而正如前面提到的，非自回归模型需要并行的得到各个词的输出，而在没
有上下文信息的情况下，无论是预测解码句子的长度还是预测各个位置解码出
来的词都会比较困难，因此也可以设计一些对解码的绝对位置进行松弛的做法。
具体来说，该工作词表中引入掩码词 [M]，之后再令解码端的输入变为各个词
逐词复制 𝑛倍，此时模型解码得到的句子的长度也就由待输出的译文变为了解
码器长度的 𝑁 倍，此时只要求模型在去除重复词和 [M]的情况下得到正确的译
文即可。这种建模方式不再要求模型能够强制在每个位置上输出相应的词，而是
保持相对顺序即可，从而避免了长度预测和强制拟合参考译文等问题。

在前述 CTC训练模型的基本原理之下，下面将会介绍其训练和解码的相应
流程。具体来说，在训练阶段，该工作将所有能够通过降采样过程 ℬ得到参考
译文的输出的可行输出的概率的和作为训练目标，其损失函数如下式所示：

𝐿𝜃 = − log ∑
𝝅∈ℬ−1(𝐲)

𝑃 (𝝅|𝐱). (2-12)

从上式中可以看出，由于 𝑃 (𝝅|𝐱)是解码出的各个词的乘积，因此模型在当
前位置的损失函数的梯度就与其他位置的输出产生了联系，这样就使得模型能
够学到一定的上下文信息。

由于能够通过降采样得到输出译文的路径过多，因此在 Graves 等 [34] 提出
算法时，也给出了利用动态规划的方式计算损失函数和相对于各个位置概率输
出的梯度。而在解码时，模型只需要取每个位置上概率最大的词，并去除其中的
重复词和掩码即可得到输出的译文。
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从上述过程中可以看出，CTC-NAT实现了模型的输出不再依赖于模型解码
的绝对位置，而是各个词的相对顺序，其过程也隐式的学到了一些上下文信息。
那么能否将各个位置的隐状态的相关性显式的表示出来呢？利用有向图机制来
改进非自回归翻译的模型 [33]（即 DA-Transformer）给出了一种可行的途径。作
为近期非自回归领域的一个重要工作，该研究设计了一种类似于 CTC损失函数
的损失函数，即确保模型的输出经过一定的下采样后的输出与目标端的译文一
致，即：

𝐿𝜃 = −log 𝑃 (𝐲|𝐱) = − log ∑
𝐴

𝑃 (𝐲|𝐴, 𝐱)𝑃 (𝐴|𝐱). (2-13)

上式中，A表示的是 Transformer解码器的输出。
而相比起基于 CTC损失函数中固定的降采样策略，Huang等 [33] 则对模型

结构做了修改，在解码器输出后引入了一种基于有向图的计算方法，即利用一个
有向的转移矩阵决定从第一个词到最后一个词的转移矩阵，如图2-8所示，采用
不同的转移位置就可以得到不同的输出译文：

    ✓✓

I   went     to    the    movie   theater .

I   just    went to the    cinema .Reference 1:

Reference 2:

I went   went the    the theater .Prediction:

（a）

Source: 我 去 电影院 了 。

Directed Acyclic Transformer

I  just  went   to   the  cinema movie theater .Prediction:

（b）

Source: 我 去 电影院 了 。

Vanilla NAT

I       went   to  the         movie theater .

I  just  went   to   the  cinema .Reference 1:

Reference 2:

图 2-8传统的非自回归模型与 DA- Transformer模型
Figure 2-8 Vanilla NAT and DA- Transformer

根据上式中的采样策略，可以在训练时通过动态规划的方式计算出前式的
损失函数，而在解码阶段则可以通过多种轻量级的搜索策略（如贪心解码、先行
解码、维特比解码 [35]等）来实现降采样的过程。

以上工作中介绍了两种更容易建模上下文结构的模型，这两种模型都通过
在输出后接入一个降采样模块的方式，从而避免了长度预测和预测分布对绝对
位置的依赖，从而提升了模型建模上下文的能力，显著的改善了模型性能。

2.4.5 损失函数

前述的几种改进方法分别通过知识蒸馏、采用迭代式解码架构、引入隐状态
和改进上下文模型结构等方式来对非自回归模型的训练目标进行改进。但这些
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目标大体上仍然采用的是以参考译文为目标的极大似然的损失函数，而本章将
会介绍几种对非自回归模型的损失函数进行改进的设计。

• 自适应对译文重排的训练目标
词级别损失函数中存在的一个核心问题是对位置的要求过于严格，其要求

预测出来的词所在的位置与参考译文必须一致，即使对于一些和参考译文比较
接近（比如编辑距离比较小的句子）也是如此，这样的过大的损失显然和实际的
情况存在着偏差。于是，对损失函数的位置进行适当的松弛成为了缓解多峰性问
题的一种途径。
在 AXE模型 [36] 中，作者对原有的交叉熵函数进行了一定的松弛，即只要

求输出的译文尽可能的和参考译文保持单调对齐，而不是要求位置绝对的一一
匹配，在具体实现时，作者通过动态规划算法来寻找在给定模型输出分布的条件
下，能够达到最小的损失的单调对齐。而在 OAXE模型 [15]中，作者则进行了进
一步的松弛，不再要求模型的输出与参考译文保持单调的对齐关系，而是利用匈
牙利算法 [37]，直接寻找能够使得模型输出分布的交叉熵损失最小的参考译文的
重排，同时，为了避免模型学到无效的对齐，作者在利用重排的译文进行训练之
前，先利用参考译文对模型进行预训练。在多个任务上的实验证明，两种方法都
能够实现一定的提升。

• 结合能量函数的非自回归翻译训练目标
基于能量函数的建模方式 [38]是将一个关于模型的输入和输出的函数作为训

练目标的建模方法。而这种建模方法在非自回归机器翻译当中也有应用，在 Tu
等 [39]中，作者引入了一个自回归的翻译模型并固定模型的参数，然后将非自回
归模型的输出输入到自回归的翻译模型中。在后续的训练中，模型将输出分布与
自回归模型的互信息作为损失函数，通过减小损失函数来提升非自回归模型的
输出译文质量。作者实验了多种将非自回归模型的输出输入到自回归模型的方
法，并在一些小数据集任务上进行了一些实验，验证了模型的输出译文质量提
升。

• 句子级的损失函数
由于非自回归能够直接解码出译文，而模型在训练阶段所采用的词级别的

极大似然损失函数已经表现出与真实分布之间存在着严重偏差，因此，一种显而
易见的思路是通过更高层级的指标进行训练。在 Shao等 [40,41] 中，作者利用增
强学习中的策略梯度算法 [42,43]，将评价指标的值（如 BLEU [44]）作为奖励来引
导模型训练。而在 Shao等 [45] 中，作者针对直接采用句子级损失目标时将整个
句子的奖赏均匀分配在各个词上所带来方差的问题，推导出了一种基于 𝑛-gram
的匹配的损失函数，从而将模型输出分布的各个 𝑛-gram 的概率期望与实际 𝑛-
gram之间的距离作为损失函数以改进输出的准确性。相关的方法在 CTC [46] 和
DA-Transformer [47]上均有实现，也取得了输出译文质量的提升。
需要特别说明的是，作为对非自回归模型的训练目标的改进研究，本论文中

的工作一定程度上受到了这些改进损失函数的相关工作的启发。但在解决问题
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的目标、训练目标以及训练策略的设计等方面，本工作与现有工作有着一定的差
别。比如，第一个工作同时利用了前向和后向的神经网络知识，这与能量模型只
利用单向的语言知识存在部分；第二个工作没有采用绝对的评价指标而是利用
的对相对的评价指标的排序；而第三个工作则是直接针对现有工作中所采用的
基于 𝑛-gram指标的改进进行的研究。以上的内容将在论文的后续章节中予以展
开介绍。

2.5 本章小结

本章主要介绍了机器翻译的发展，神经网络机器翻译的几种常见的网络结
构及其背后的原理；并介绍了非自回归机器翻译的实现及其特点，以及一系列从
不同角度非自回归机器翻译进行改进的策略。在接下来的部分将会对本工作中
对非自回归模型的训练目标所进行的改进做详细介绍。
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第 3章 结合上下文信息的训练目标设计

3.1 引言

正如前文中所提到的，作为机器翻译领域中一个新发展的方向，非自回归翻
译通过同时并行解码的方式，压缩了其推理过程中花费的时间。然而，尽管在推
理速度上取得了进步，但非自回归模型仍存在输出译文质量下降的问题，其具体
的表现是出现了错译和漏译较多，语句不连贯且缺失关键信息，这些现象限制了
其在工业界中的应用。

针对这一现象的一系列理论分析表明，非自回归模型在表示多峰性上的困
难，是阻碍其输出译文质量提升的主要原因。首先，在自然语言中，同一句话往
往会有多种意思相近但形式不同的表达方式，相应的，这也使得一句话往往有多
种可行的译文。然而，非自回归模型在建模输出分布时，其却假设各个位置的输
出分布是独立的，这就带来了模型分布和实际分布之间的巨大偏差。除此以外，
通常对非自回归模型 [2] 进行训练时，其采用的损失函数确实词级别的交叉熵损
失函数，即训练时的各个位置损失函数仅仅依赖于源端译文和输出的位置。这样
会使得一些位置有错位但上下文连贯的一些译文的损失函数显著偏高，导致多
峰性问题进一步加重。

针对非自回归机器翻译中这一突出存在的问题，前人已经提出了一系列的
针对性措施 [14,15,17,18,21,23,25,26,30]。但是，这些研究或是降低了语料中的信息量，
或是带来了更长的训练或解码时间，又或者是面临着在不使用外部特征建模工
具（如 GIZA++ [31]）时参考特征的能力有限的问题。因此，直接通过设计新的
训练目标 [14,15,36] 来缓解非自回归模型的多峰性问题成为了解决这一问题的可行
途径。

本工作则提出了一种新的训练目标和训练策略来引导非自回归模型进行训
练。具体来说，本工作在非自回归模型的基础上，又引入了一个可以提供上下文
信息的解码器，即先见解码器。先见解码器是 Feng等 [48] 提出的一种解码器网
络结构，这一解码器的功能是提供给出上下文信息情况下的当前位置的隐状态，
从而为自回归机器翻译模型提供其预测时缺乏的下文信息知识。而本工作则将
其应用在非自回归翻译场景中，即通过一个已经训练过的先见解码器来训练非
自回归模型，结合非自回归模型本身的知识，来引导非自回归模型学到正确的上
下文信息。在对先见解码器进行冷启动的基础上；本工作使用非自回归解码器得
到的输出作为先见解码器输入来获得每个输出位置的分布，并引入非自回归解
码器和先见解码器之间的 Jensen–Shannon (JS)散度来作为训练目标。通过在训练
时引入结合上下文的信息，本工作实现了在一定程度上纠正词级别极大似然损
失的偏差的目标。在WMT14 En↔De和WMT16 En↔Ro数据集上进行的实验表
明，本方法的输出译文质量相比标准非自回归模型 [2]提高了约 2-8个 BLEU值。
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3.2 相关工作

缺乏输出译文的信息是影响非自回归机器翻译输出译文质量的一个重要问
题，一系列的工作从不同的角度对其加以建模。迭代式的训练和解码方式 [18,21]

通过在训练和（或）解码时提供一些上下文的信息来降低偏差，而另一些工
作 [23,25,26,30]则利用隐状态来捕获整个输出译文的特征。

而除了上述工作以外，一些研究也从非自回归机器翻译模型中存在上下文
信息缺失的角度，也有很多对这一问题的改进研究，如 Shao等 [45] 中通过引入
基于 𝑛-gram匹配的训练目标来使得各个词的损失函数结合相邻单词的特征，而
AXE模型 [36]和OAXE模型 [15]则是利用非自回归模型在前期存在一定知识基础
的情况下，通过引入自监督策略为非自回归模型找到最佳参考词顺序，从而缓解
多峰性问题。此外，一些方法 [18–21]通过在解码器输入端给出一部分参考译文的
信息的方式，使得解码器端在训练时能够利用各个各个位置的上下文知识。这些
方法通过结合上下文信息，并利用非自回归模型自身知识改进了非自回归模型
的输出译文质量，但其也存在着上下文信息过于依赖参考译文的问题，而本工作
将对这一问题加以改进。

3.3 背景

本工作是在非自回归模型的基础上，利用先见解码器实现的对上下文信息
的建模。因此在详细介绍本工作之前，有必要对先见解码器的一些背景知识做介
绍。

3.3.1 建模上下文信息的先见解码器

正如前文所提到的，先见解码器（Seer Decoder，Feng等 [48]）是作者为了改
进自回归模型的输出分布提出的模型结构。在该工作中，作者针对自回归翻译在
训练和预测时只有上文知识而缺乏下文知识的问题，额外引入了如图3-1所示的
上下文解码器，即先见解码器。

先见解码器包含了三个模块，即前向子解码器，后向子解码器和混合层。其
中，𝑁 − 1层的前向子解码器和后向子解码器共享参数，其主要区别在于两者的
自注意力机制掩码模块所遮盖的范围：前者是通过掩码置零当前词和之后的词
中的信息，而后者则是是通过掩码置零当前词和之前的词中的信息。当模型的输
入分别通过了前向解码器层与后向解码器层之后，输出的信息分别经过一个自
注意力模块后再通过一个线性网络进行混合，从而得到了各个位置包含该位置
之前和之后信息的隐状态向量。这个向量再经过后续的模块处理之后从而得到
了先见解码器的输出。

从上述的结构中可以看出，先见解码器具有能够融合上文和下文特征的特
点，且在融合的过程中相应位置能够与前文和（或）后文的信息进行充分的交
互。除此以外，这一结构中前向和后向的模块独立进行，信息的融合过程只有一
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图 3-1先见解码器的结构
Figure 3-1 Structure of seer decoder

层网络结构且放在最后，这样也使得模型避免了上下文信息的泄露导致的训练
过程中的遗忘现象。而针对上述结构的特点，训练模块的损失函数如下式所示：

𝐿𝑠𝑒𝑒𝑟 = −
𝑁

∑
𝑖=1

log 𝑃 (𝑦𝑖|𝐱, 𝐲\𝑦𝑖; 𝜃𝑠𝑒𝑒𝑟). (3-1)

从上式中可以看出，通过强制先见解码器基于除去当前位置以外的词来预
测之前的信息，先见解码器获得了基于当前位置所需的信息去利用上文和下文
知识的能力，从而大幅提升了模型捕获上下文信息的性能，提升了机器翻译模型
的输出译文质量。

3.4 上下文信息的建模

在 Transformer模型中，对于一个句子的建模可以通过编码器结构的网络模
型（如 BERT [49]）或者解码器结构的网络模型（如 GPT [50]）结构来实现。这两
者学习的信息是有所不同的：对编码器模型而言，其学习的是整个句子中各个位
置的特征；而对于解码器模块来说，其学习到的是一个语言模型，即在给出当前
位置之前的词的情况下当前词的概率分布。而模型输出信息的不同也使得模型
的结构出现了一定的变化，其中最主要区别在于，解码器结构的自注意力机制中
存在着一个掩码的模块，即通过一个上三角的掩码矩阵置零掉当前词与其之后
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的词的信息，从而确保模型每个位置预测的信息都是只依赖于当前词之前的词。
而除了结构以外，这两种模型的训练方式也存在着差异。解码器可以自然而然的
采用极大似然估计的训练方式，通过训练模型在给出之前的词的条件下的下一
个词来进行预测，而对编码器而言，为了避免输入端信息泄露对模型性能的影
响，常常会采用在输入端引入噪声（如对部分词掩码）等方式，并引导模型预测
未知的信息来训练模型。

而对于非自回归模型而言，由于非自回归模型在解码器端的输入为固定的
位置嵌入或对源端词向量的简单复制，其并不包含输出译文的上下文信息。而
前文也提到，在非自回归模型的训练时，训练目标中往往缺乏上下文的信息，因
此，在损失函数中引出译文上下文信息显得很重要。而接下来将会介绍本工作中
引入上下文信息的神经网络结构。

3.4.1 模型结构

基于本工作所要实现的目标——即利用上下文信息缓解非自回归模型中词
级别损失的多峰性问题，本文在训练时引入了先见解码器，由于其在建模上下文
信息训练时，需要确保模型能够将上文和下文的信息都包含在模型的输出当中，
而不是将简单将当前位置的词泄露给模型，因而适合用于非自回归机器翻译的
场景下。而结合前述的先见解码器的强大能力，本工作中设计了如图3-2中的结
构。

从图3-2中可以看出，在这一结构中，除了左侧的非自回归编码器和解码器
外，还引入了如图右侧所示的先见解码器。新引入的先见解码器与非自回归解码
器共享同一编码器，非自回归模型的预测输出再输入到先见解码器之后会得到
一个包含上下文信息的输出分布，而在训练时，除了利用词级别的极大似然损
失函数以外，也会去拉近先见解码器输出分布与非自回归模型输出分布的距离，
从而使得模型的输出能够包含更多的上下文信息。此外，由于本方法是将非自回
归模型的输出作为先见解码器的输出，这利用了非自回归模型本身学到的信息，
也使得非自回归模型学习上下文的难度变得更低。

需要说明的是，由于非自回归翻译任务与自回归翻译任务在目标上存在着
一定的差异，即在第 𝑖个位置，自回归模型的输出是要预测第 𝑖 + 1个词，而非
自回归模型则是预测第 𝑖个词，因此需要在先见解码器的前向子解码器和后向子
解码器中采用了有所不同的掩码矩阵，以确保模型始终掩盖当前位置词的信息。
具体的结构如图3-3所示。

3.4.2 训练

从前面的介绍中可以看出，虽然都需要共享同一个编码器的信息，但先见解
码器和非自回归解码器这两者的任务目标完全不同，前者是为了在没有上下文
的情况下给出翻译的整个句子，后者则是在给出输入句子的情况结合编码器信
息预测在给定上下文的情况下各个位置的输出分布，也因此，两者的训练目标有
着较大的差异。与此同时，由于两者存在着共享的网络模块，导致整个模型的训
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图 3-2利用上下文信息训练的非自回归模型
Figure 3-2 Non-autoregressive translation model trained with context information
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图 3-3不同模型训练下先见解码器的不同掩码
Figure 3-3 Different masks in seer decoder with different models
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练算法需要进行特别的设计，以确保模型能够学到相应的知识。下面将会对方法
的训练目标和训练算法做出介绍。

3.4.2.1 对先见解码器的训练

正如前文所述，训练先见解码器的目标是为了让模型能够基于输入的上文
和下文准确的预测出当前位置的词。相应的，采用的训练目标即是令模型在给定
上文和下文的情况下来预测当前位置的词。设给定训练集 𝐷 = {(𝐱, 𝐲∗)}，则有：

𝐿𝑠𝑒𝑒𝑟 = −
𝑇𝐲∗

∑
𝑖=0

log 𝑃 (𝑦∗
𝑖 |𝐱, 𝐲\𝑦𝑖; 𝜃𝑠𝑒𝑒𝑟). (3-2)

上式中 𝑇𝐲∗ 为目标端句子 𝐲∗ 的长度。需要说明的是，相比起 Feng等 [48] 的
训练目标函数，（3-2）的区别主要是在训练的初始角标的选取上，前者是从第 1
个词开始，而后者则是从第 0个词开始。

3.4.2.2 对非自回归解码器的微调

正如之前的一些研究所展示的那样，对于一个被预训练过的非自回归模型，
其本身已经具有的根据源端输入生成相应输出的能力，只是由于模型训练时仅
仅依赖于单个词的信息，使得模型没有办法综合上下文的输出给出各个位置的损
失函数，从而带来了一定的偏差。而先见解码器的恰好能够在词级别极大似然损
失缺乏上下文信息的情况下，根据其输入提供相应位置的上下文信息。因此，在
利用先见解码器对非自回归解码器进行微调的时候，本方法选择采用非自回归模
型解码器输出的词作为先见解码器的输入，并通过先见解码器得到的相应的输出
分布来引导模型训练。具体来说，模型训练时的损失除了包含公式（2-10）以外，
还包含了先见解码器输出分布和非自回归模型输出分布直接的 Jensen-Shannon
散度，具体的损失函数表达式如下式所示：

𝐿𝑁𝐴𝑇 = 𝛽𝐿𝐶𝐸 + (1 − 𝛽)𝐿𝐽𝑆 . (3-3)

而由于非自回归模型各个词的输出分布独立，Jensen-Shannon散度也可以进
一步表示为：

𝐿𝐽𝑆 =
𝑇𝐲∗

∑
𝑖=0

𝒟𝐽𝑆 (𝑃 (𝑦𝑖|𝐱; 𝜃𝑁𝐴𝑇 ) || 𝑃 (𝑦𝑖|𝐱, 𝐲/𝑦𝑖; 𝜃𝑠𝑒𝑒𝑟)). (3-4)

3.4.2.3 训练算法

本部分将会介绍本工作中利用前述的损失函数训练模型时的训练算法。正
如前文所提到的，由于本工作中模块和损失函数众多，因此在训练过程中需要
对训练算法进行专门设计。在整个模型的训练过程中，需要处理以下的三个问
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题：首先是要确保非自回归模型本身具有一定的先验知识来引导模型的后续训
练；其次是要确保非自回归模型在训练过程中能够给出正确的上下文知识；最后
是在模型存在着多个训练目标的情况下，确保相应的模块都能学到相关的知识。

据此，在训练阶段，模型被拆解成了两个部分：一部分是原有的非自回归模
型模块，即 𝜃𝑁𝐴𝑇，另外一部分是新增加的用于解码上下文信息的模块，即 𝜃𝑠𝑒𝑒𝑟，
需要说明的是，非自回归解码器和先见解码器共用的目标端词表和输出映射模
块都属于 𝜃𝑁𝐴𝑇 的一部分。结合以上的定义，训练算法的设计如下所示：

算法 1训练算法
Input: 训练集𝐷 = (𝑋, 𝑌 ),训练过的非自回归解码器 𝜃𝑁𝐴𝑇，待训练的模块 𝜃𝑠𝑒𝑒𝑟，
训练步数𝑁，冷启动轮数𝑀
1: 𝑖 = 0
2: 将数据集 𝐷分割出相应的 batch并计算出数目 𝐾
3: while 𝑖 < 𝑁 do
4: for (𝐱, 𝐲) in 𝐷 do
5: 利用（3-2）来计算 𝐿𝑆𝐸𝐸𝑅
6: if 𝑖 > 𝑀 × 𝐾 then
7: 利用（3-3）来计算 𝐿𝑁𝐴𝑇
8: end if
9: 利用 𝐿𝑠𝑒𝑒𝑟来更新 𝜃𝑠𝑒𝑒𝑟

10: if 𝑖 > 𝑀 × 𝐾 then
11: 利用 𝐿𝑁𝐴𝑇 来更新 𝜃𝑛𝑎𝑡
12: end if
13: end for
14: 𝑖 = 𝑖 + 1
15: end while

从上述算法中可以看出，首先，针对方法中需要上下文知识的问题，算法中
引入了一个预训练过的非自回归解码器进行训练；其次，为了确保先见解码器的
性能，模型在利用先见解码器对非自回归解码器进行训练之前先对先见解码器
进行了一定轮数的预训练；最后，为了确保各个模块能够学到清晰的训练目标，
本方法中非自回归解码器的损失和先见解码器的损失分别被反传给了不同的模
块。以上述算法为基础，本工作进行了后续的实验和一系列的分析工作。

3.5 实验结果与分析

为了验证上述方法对非自回归翻译模型输出译文质量的提升作用，本工作
中进行了一系列的实验并进行了相应的分析工作。在本部分中，首先将会对模型
所采用的实验设置（包括数据集、知识蒸馏、基线模型、评价指标和其他的实现
细节等）进行介绍，之后将会展示非自回归模型的训练结果，接下来将会进行一
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表 3-1结合上下文信息损失函数训练实验的数据集信息
Table 3-1 Dataset statistics in training experiment combined with context information loss

数据集
训练集 验证集 测试集
样本数 名称 样本数 名称 样本数

WMT14 En-De 4500960 newstest2013 3000 newstest2014 3003
WMT16 En-Ro 608319 newsdev2016 1999 newstest2016 1999

系列的分析实验，包括对各个模块的消融实验，模型的输出分布的特征，以及对
输出句子的统计分析和案例分析等。

3.5.1 实验设置

本节将会介绍本工作中有关实验的实验设置，包括训练数据、知识蒸馏情
况、基线模型、评价指标等。

3.5.1.1 训练数据

就训练而言，本工作分别采用了如下表所示的两个翻译任务，即WMT14英
语到德语双向（WMT14 En↔De）和WMT16英语到罗马尼亚语双向（WMT16
En↔Ro）。对于这些翻译任务对应的数据集，本工作采用了 32000步的 BPE模
型 [51]来对语料进行预处理，同时对上述几个任务，本工作也共享了源端和目标
端的词表。

3.5.1.2 知识蒸馏

在知识蒸馏方面，本工作对上述数据集均采用了通过知识蒸馏的数据进行
训练。具体来说，对上述几个任务而言，本工作都采用了 Kim等 [13] 中的做法，
即将非自回归训练时的目标端换成了一个通过自回归的模型解码后得到的译文。
在本工作中，对各个任务都采用了 Transformer-Base [5]模型训练得到的自回归翻
译模型进行训练，并采用了大小为 5的集束解码得到相应的目标端。

3.5.1.3 基线模型

考虑到非自回归模型的结构相似性，本工作相应的与两类非自回归模型进
行对比：

•基于标准NAT [2]的模型：其包括了Vanilla NAT [2]、Bags-of-ngram模型 [14]

和 GLAT模型 [21]。

•基于 mask-predict [18] 的模型：其包括了 CMLM模型 [18]、基于 CMLM微
调的 AXE模型 [36]和基于 CMLM的 OAXE模型 [52]。
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3.5.1.4 评价指标

本工作中对翻译质量的评价主要是采用的是翻译中常用的BLEU指标。在本
实验中，对WMT14英语到德语双向任务，评估时采用的是脚本multi-bleu.perl [44]

来对模型指标进行测量；而在 WMT16 英语到罗马尼亚语双向中，则采用的是
sacreBLEU [53]对译文质量进行测量。

3.5.1.5 其他的实现细节

在模型参数方面，在本实验中，为了平衡 NAT解码器和先见解码器的能力，
本工作中训练了一个具有 11个编码器层、2个非自回归解码器层和 2个先见解
码器层的模型。对于所有的训练任务，内部模块的参数遵循 Transformer-Base模
型的结构，词表的维数为 512维，中间层隐状态维数为 2048维，而注意力机制
的头数为 8。源端和目标端共享词嵌入模块，且两个解码器的解码器输出投影层
与目标嵌入层共享相同的参数。此外，本工作在所有数据集中将非自回归编码器
和解码器的 dropout概率设置为 0.3，将先见解码器中的解码器设置为 0.2。
而在训练阶段，本工作都是在一个已经采用标准 NAT模型 [2]的基础上进行

预训练来完成。在训练的批处理上，本工作每次对WMT14 En↔De使用 128000
个词，对WMT16 En↔Ro使用 64000个词来微调模型。学习率在前 10000步中
为 2𝑒 − 4，并随着平方根倒数时间表逐渐衰减。而优化器方面，本实验采用的是
Adam优化器 [54]，其中 𝛽 = (0.9, 0.98)。而就超参数而言，本工作将对先见解码
器训练中微调时控制权重的超参数 𝛽 分别设置为 0.5（WMT14 En→De）和 0.6
（其他任务）；而对先见解码器冷启动的训练轮数𝑀 则分别为 2（WMT14 En↔De
）和 8（WMT16 En↔Ro）。而在评估质量时，本工作对 5个最佳检查点进行平
均，并相应的设置 5个长度候选。
以上的模型和训练过程的代码实验都是在基于Pytorch框架 [55]下的 fairseq [56]

工具包上完成。

3.5.2 主要实验结果

下表展示了主要的实验结果：
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表 3-2结合上下文信息训练目标的实验的主要结果
Table 3-2 Experiment results in experiments of training with context information

模型
WMT14 WMT16

En→De De→En En→Ro Ro→En

Vanilla NAT
NAT-FT [2] 17.69 21.47 27.29 29.06
Bags-of-ngram [14] 20.90 24.61 28.31 29.29
GLAT [21] 25.21 29.84 31.19 32.04

CMLM
CMLM [18] 18.05 21.83 27.32 28.20
CMLM+AXE [36] 23.53 27.90 30.75 31.54
CMLM+OAXE [52] 26.10 30.20 32.40 33.30

Vanilla NAT(ours) 19.28 22.11 29.02 29.67
Vanilla NAT w/ seer 25.36 29.34 31.97 31.71

从上表中可以看出，首先，相比起进行微调训练之前的基线模型，即 Vanilla
NAT ( ours )，利用上下文信息辅助训练的模型实现了超过了两个点以上的提升；
其中，在数据集规模较大的 WMT14 英语到德语上，本方法的模型分别实现了
5.94和 7.23个点的提升，这充分说明了本方法在较大的数据集上的显著提升。
除此以外，本工作还利用上下文信息辅助训练的模型做了一系列的微调实

验，发现方法在输出译文质量上能够显著的超过 Vanilla NAT和 CML M这两个
基线模型，同时也能够达到比其他的改进训练的方法更强或者相当的水平，这也
充分说明了在解码端提供上下文信息在改进模型输出译文质量上的有效性。

3.5.3 实验分析

本节将会对本工作中所进行的实验及其结果进行分析。

3.5.3.1 消融实验

由于本实验中所涉及的模块众多，为了能够进一步的理解上下文信息辅助
训练的方法中各个模块的重要性，本工作中进行了一系列的消融实验。就模块而
言，本工作中分析了双向协同解码与仅使用前向解码和仅使用后向解码之间的
差别；而就先见解码器引导的上下文信息的角度，本工作中分析了采用参考译
文作为先见解码器输入和采用模型输出作为先见解码器的输入对模型输出译文
质量的影响。本工作中采用了标准 Transformer结构（即 6层编码器和 6层解码
器），选取最优的检查点来得到相应的参考译文。表3-3中展示了实验结果：
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表 3-3上下文信息目标函数训练在WMT14 En→De消融实验的结果
Table 3-3 Results of ablation studies in WMT14 En→De

先见解码器 先见解码器输入 BLEU
前向 后向 NAT模型输出 参考译文
√ √ √ 23.60
√ √ 21.31

√ √ 21.74
√ √ √ 22.01

表3-3为在WMT14 En→De任务上所进行的消融实验的主要结果表，表中对
比了在控制其他模块不变的情况下，调整先见解码器或更改先见解码器的输入
所带来的不同结果。

首先，对先见解码器而言，本实验通过控制注意力机制的掩码从而得到了只
依赖上文和只依赖下文的解码器，并将其与双向的解码器进行对比；而从实际的
结果来看，如果分别采用仅依赖上文的解码器和仅依赖下文的解码器进行微调，
模型的输出译文质量虽然也能够得到提升，但其相比起原始的上下文解码器来
说还是会有 1.5到 2个 BLEU值的差距，这充分说明了引入双向的信息对于改善
非自回归翻译译文的连贯程度，从而提升非自回归模型输出译文质量的作用。

其次，为了验证模型训练时结合自身的上下文信息能够自适应的找到一个
合适的输出，本实验还对比了先见解码器的输入是参考译文时解码的译文质量。
从实验结果来看，采用参考译文来训练模型只能对模型输出带来相当有限的提
升，与直接用模型解码的输出的上下文信息比起来更是有 1.59个 BLEU值的差
距，这也说明利用模型自身学到的先验知识，在结合一定的上下文信息来引导模
型训练，是能够对模型的输出译文质量带来一定的提升的。

3.5.3.2 部分超参对训练结果的影响

接下来的实验主要是分析训练过程中的超参对结果的影响，在本实验中主
要分析了控制 𝐿𝑠𝑒𝑒𝑟和 𝐿𝑁𝐴𝑇 权重的超参 𝛽 对结果的影响。具体来说，本实验中
控制了其他参数不变，采用了多个不同的超参数 𝛽 的取值，𝛽 越大，交叉熵的权
重越大，反之，则先见解码器引导的损失越大。本实验在WMT14 En→De上进
行。其最终得到的结果如下图所示：

首先，可以看到，对于先见解码器而言，随着超参数 𝛽的增加，模型的 BLEU
值呈现出先上升再下降的趋势。对WMT14 En-De而言，𝛽 = 0.6时模型输出的
BLEU值达到了最高值，之后随着 𝛽 = 0.6的增加而迅速衰减。这说明缺少足够
的上下文信息会使得模型的输出译文质量显著下降，这也证实了本方法对模型
输出译文质量的提升。
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图 3-4 WMT14 En→De上 BLEU值随超参 β的变化
Figure 3-4 The change of BLEU value with hyperparameter β on WMT14 En→De task

3.5.3.3 输出句子质量的变化

正如之前所提到的，在非自回归翻译中普遍存在着多峰性的问题，其结果
是翻译的句子出现大量高频词的重复，导致输出的句子缺乏关键信息且不流利。
而为了验证方法对输出译文质量带来了一定的提升，本工作分别针对模型输出
译文的准确度和流利度进行了分析实验。就准确度而言，本实验中计算了输出译
文与参考译文的词级别准确性；而就困惑度而言，本实验利用原始训练集的目标
端数据和 KenLM统计工具 [57]练了一个 5-gram语言模型，通过计算输出译文的
困惑度来计算句子的流利度。本实验将标准 NAT模型与结合上下文的方法进行
了对比，在WMT14 En→De进行了实验，结果如下表所示：

表 3-4模型解码句子的词级别准确性和语言模型困惑度的对比
Table 3-4 Comparisons in Token-Level Accuracy and Perplexity of Decoded Sentences

词级别准确率 困惑度
Vanilla NAT 47.87% 3.212
+ Seer 53.50% 2.835

从上表中可以看到，无论是从准确度还是流利度的角度，本方法都比之前的
方法都有一定的改善，这说明本方法一方面通过在训练时提供上下文信息，使得
模型的输出更加连贯，且更多的相关于参考译文的信息会出现在输出译文中。

3.5.3.4 样例分析

前面的分析实验中展示了本方法对翻译句子输出译文质量的提升，为了展
示模型对翻译输出译文质量改进的效果，本工作中选取了一些相关的样例进行
展示。通过对比了在WMT14 De→En测试集上通过上下文信息训练后的模型解
码的例子和基线模型中的 3个例子，并与目标端句子进行了对比，具体如下所
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示：

表 3-5上下文信息目标函数训练在WMT14 De→En上的结果示例
Table 3-5 Results of some cases in WMT14 De→En

源端句子 Snow@@ den könnte auch in Russland aus@@ sagen
参考译文 Snow@@ den may make further statements in Russia
标准 NAT输出 Snow@@ den could also say Russia in Russia
本工作模型输出 Snow@@ den could also say in Russia
源端句子 Denn Matthias Sch@@ rel@@ l hat noch einiges vor am Standort .
参考译文 For Matthias Sch@@ rel@@ l has some further plans at the location .
标准 NAT输出 Matthias Matthias rel@@ l still has a a lot to do at the site .
本工作模型输出 Matthias Sch@@ rel@@ l still has a lot to do at the site .
源端句子 Zu uns kommen Kunden aus jeder sozialen Schi@@ cht .
参考译文 We see customers from all walks of life .
标准 NAT输出 Customers come to customers from every social class .
本工作模型输出 Customers come from every social class .

从上述示例中可以看出，首先，非自回归的翻译中确实存在着较为普遍重
复的现象，比如第一句中的”Russia”，第二句中的”Matthias”和”a”以及第三句中
的”Customers”。而本方法输出的句子则消除了这种重复的内容，在使得句子表
述的意思更准确的同时，能够获得更流畅的输出译文。但于此同时，也要注意
到，对于模型中翻译得不够准确的地方，比如第一句中的”statement”，方法还有
一定的改进空间。这也是后续可以研究的方向。

3.6 本章小结

本工作主要是提出了一种通过利用上下文信息辅助非自回归模型训练的方
法。具体来说，针对非自回归模型的极大似然损失函数中缺乏对模型输出的上
下文的结合的问题，本工作引入了一个建模在给出上下文的条件下模型在相应
位置的输出分布的先见解码器模型，在训练时，本方法将模型的输出词作为先
见解码器的输入来计算各个位置基于相应上下文信息的分布，并使得模型在降
低极大似然损失的同时能够降低模型输出分布和先见解码器的输出分布之间的
Jensen散度。本工作针对这一方法设计了一系列的训练策略，并在多个数据集上
进行了实验，而实验的结果表明，本方法在多个数据集上都实现了超过 2个点的
显著的 BLEU值提升，且在准确度和流利度上都能够实现一定的提升，这说明
通过在训练目标中利用模型先验知识引入上下文信息能够显著缓解非自回归翻
译中的多峰性问题，改善模型输出译文质量。
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第 4章 多样本保序回归的损失函数设计

4.1 引言

正如前文所述，虽然非自回归机器翻译实现了快速的并行解码，但由于非自
回归翻译采用了输出独立的假设，使得模型拟合的分布偏离真实分布。上一个工
作利用了一个可以引入上下文信息的解码器来导入模型上下文的信息，从而实
现了模型输出译文质量的提升。但引入这种结构后的模型仍然存在着模型内生
的问题，一方面是在独立输出假设下模型对真实分布的建模能力存在一定限制，
而另一方面则是在解码时只能对固定长度的模型输出进行解码，导致在实际解
码时需要对长度进行预测。

针对这一类问题，一些研究者提出了基于降采样的非自回归模型，在 Huang
等 [33] 中，作者在非自回归模型的输出之后接入了一个建模有向图的网络结构，
这种结构在确保解码器的输出独立的同时，通过一个轻量级的有向图模块来建
模上下文的信息，从而使得模型拟合真实分布的能力大幅提升，从而改善了非自
回归翻译的输出译文质量。

而正如之前的工作中所提到，作为一种非常常见的损失函数，极大似然损失
函数具有实现简单，且在理论上是真实分布的无偏估计的特点。但这种对真实分
布的拟合能力其实是存在着一定的理论限制的：具体来说，其要求模型训练时有
足够多的来自真实分布的样本。在自回归模型中，由于模型每一步是在给出句子
的一部分的情况下预测模型输出的下一个词，使得相应的真实分布的熵大为降
低，训练所需要用来拟合的样本也有所减少；但是对非自回归模型而言，由于预
测时完全没有上下文，因此输出分布的复杂度大为增加，相应的，模型在训练时
所需要的数据量也显著提升。但这也就使得在采用极大似然估计对模型进行训
练的时候，有限的训练集会带来较大的偏差，即使得模型的输出分布权重集中在
参考译文上。而众所周知，由于一个意思往往同时会有多种不同的表达方式，因
此同一句话常常会对应多种不同的翻译。因此，这种利用有限的训练集进行极大
似然训练得到的模型会显著影响非自回归翻译的输出译文质量。

既然采用前述的极大似然损失函数会使得模型在拟合真实分布时存在偏差，
那么就需要设计新的目标来加以拟合。由于文本空间的复杂性，直接将译文的分
布显式地表示出来显得比较困难，但也可以大体的做出一些假设。比如，一个比
较符合生活常识的假设是：句子质量越好，相应的概率越大。而本工作将会基于
这样的假设来设计模型的训练目标，从而改进模型的输出译文质量。

本文中将会利用非自回归可以直接建模完整的输出分布的特性来设计方法。
具体来说，相比起自回归模型学习的是给定源端和部分标准参考译文下的分布，
非自回归模型的得到的是只依赖于源端的分布。因此可以直接从非自回归模型
分布中进行采样，从而得到数个样本和他们的对应概率。而与此同时，根据前面
所提到的“句子质量越好、概率越大”的假设，本工作中采用了一种保序回归损

37



非自回归机器翻译模型的训练目标改进研究

失函数，即约束各个译文的输出概率与其质量相一致。保序回归函数曾在摘要等
生成式任务中使用 [58,59]，但这些研究都基于预训练过的自回归模型，且都依赖
于提前得到的固定的多组参考输出。而本工作则是基于解决非自回归模型拟合
真实分布时的困难，充分利用非自回归模型的特性进行实时采样。本工作在多个
数据集上进行了相应的实验，发现结果都带来了一定的提升。

4.2 相关工作

作为一种常用于统计推断的统计学技术，保序回归的结构也在生成式的语
言模型训练中得到过应用。Liu等 [58]在摘要任务中引入过保序回归损失函数。作
者先利用已经预训练好的模型，通过多样化解码 [60] 的方式得到多组输出译文；
之后在微调阶段在原有交叉熵损失函数的基础上，引入了一个保序的损失函数，
确保前面通过多样化解码的输出译文的概率同质量呈正相关。作者通过上述方
法，在生成式摘要任务上实现了性能的显著提升。后来 Zhao等 [59] 将这一技术
与大模型相结合，用在了多种输出任务上，也取得了一定的提升。但受自回归模
型特性等因素的影响，这些计算保序回归的时候都采用了固定的输出，这一定程
度上限制了这一方法的性能。

而近年来，非自回归机器翻译模型技术取得了显著的发展，以 CTC-NAT [32]

和 DA-Transformer [33] 为代表的一类模型，通过输出降采样的方式来改善模型输
出译文质量。其中，CTC-NAT模型通过将去除并行输出结果中的掩码词 [M]来
得到最终的输出译文，而 DA-Transformer则根据由输出隐状态计算得到的有向
图概率转移矩阵来得到降采样后的输出。两种方法在保留非自回归模型并行解
码特性的同时取得了显著的性能提升。这些模型的非自回归特性为利用更灵活
的采样的方式计算保序回归损失函数创造了条件。而其本身采用的交叉熵损失
函数在与真实分布之间也有着较大的方差，这为我们结合保序回归损失函数改
进输出译文质量创造了条件。

4.3 背景

本节将介绍有关多样本保序回归的损失函数设计的一些背景知识。

4.3.1 保序回归

保序回归（Isotonic Regression）也可被称为单调回归（Monotonic Regression
）。根据 Nuesch [61] 中的定义，给定集合 𝐷 = (𝑥1, 𝑦1), ..., (𝑥𝑛, 𝑦𝑛)，其中，𝑥 ∈ 𝑋
（𝑋 是一个有序的集合），𝑦 ∈ ℝ。设有一个待学习的，从集合 𝑋 映射到实数空间
的函数 𝑓(𝑥)，则定义保序回归的目标函数为：

min
𝑓 ∑

𝑖
𝑤𝑖(𝑦𝑖 − 𝑓(𝑥𝑖))2,

s.t.𝑓(𝑥𝑖) ≤ 𝑓(𝑥𝑗), ∀𝑥𝑖 < 𝑥𝑗 .
(4-1)

38



第 4章 多样本保序回归的损失函数设计

在传统的统计推断中，相较于传统的、参数数目有限的线性回归方法，保序
回归在单调的场景下具有能够更好的建模局部的特征的优势，因此得到了广泛
的应用。而这一回归问题也可以利用 PAVA法 [62]，该方法将保序回归问题利用
拉格朗日乘子法转换一个凸优化问题加以解决。而其面对的单调排序场景，为将
其在机器翻译任务中应用创造了条件。

4.3.2 基于有向图的非自回归机器翻译

基于有向图的非自回归机器翻译模型又被称为 DA-Transformer [33]，该方法
是一种通过结合有向图转移矩阵对非自回归模型输出进行降采样，从而得到输
出各个位置输出的方法。

从模型结构上讲，DA-Transformer沿用了一般的非自回归模型采用的编码器
—解码器框架，其改进主要在解码器的结构上，如图4-1所示。
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图 4-1 DA-Transformer的解码器结构
Figure 4-1 Decoder structure in DA-Transformer

具体来说，模型的解码器输入一个源端长度数倍的位置嵌入向量，输入到多
层的解码器后得到了各个位置的输出隐状态，隐状态的功能主要有两个，一个则
是用于计算上三角的状态转移矩阵，以用于模型根据矩阵选择相应的隐状态并
输出各个词，即：

𝑃 (𝐴|𝐱; 𝜃) =
𝑀−1

∏
𝑖=1

𝑃 (𝑎𝑖+1|𝑎𝑖, 𝐱; 𝜃) =
𝑀−1

∏
𝑖=1

𝐸𝑎𝑖,𝑎𝑖+1 . (4-2)

其中有向图矩阵的生成可以用如下过程来表示：

𝐸𝑖 = softmax(
𝑄𝑊 𝑄

𝑖 (𝐾𝑊 𝐾
𝑖 )𝑇

√𝑑ℎ
), (4-3)

𝐸 = Concat(𝐸1, ..., 𝐸𝐻 )𝐴𝑊 𝑂. (4-4)

而隐状态的另一个功能是用于对相应位置的输出词的预测，即：

𝑃 (𝐲|𝐴, 𝐱; 𝜃) =
𝑀

∏
𝑖=1

𝑃 (𝐲𝑖|𝑎𝑖, 𝐱) =
𝑀

∏
𝑖=1

softmax(𝐖P𝑣𝑎𝑖). (4-5)
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最终模型根据各个位置输出词的概率和转移路径的概率得到最终输出句子
的概率分布，即：

𝑃 (𝐲|𝐱) = ∏
𝐴

𝑃 (𝐲|𝐴, 𝐱)𝑃 (𝐴|𝐱). (4-6)

根据前述的建模方式，DA-Transformer可以在训练时通过动态规划的方式计
算出所有能得到参考译文的路径的概率，并计算相应的交叉熵损失函数。而在
解码阶段则可以通过贪心解码、先行解码、维特比解码 [35]等轻量级的解码策略
来实现降采样的过程。同时，其为了令模型能够有更好的输出译文质量，其采用
了 Qian等 [21] 中的瞥见策略来改进模型的训练，实验的结果表明，在维持解码
速度提升的情况下，这一方法在不采用知识蒸馏的原始数据上超过了所有的基
线方法，其与同等参数规模的自回归模型在输出译文质量上的差距也降到了 0.5
个 BLEU值以内。

4.4 非自回归损失函数的保序回归损失

在本节中将会具体的对本方法中训练非自回归模型所采用的方法进行介绍。
首先是介绍本方法的基本概念及其用于改进非自回归翻译的理论基础；接下来
将对所采用几种的保序回归损失函数进行介绍；之后将会展示本方法的训练流
程。

4.4.1 极大似然损失学习真实分布的局限

在前面的工作中已经看到，直接采用词级别独立的极大似然估计会使得模
型训练的分布偏离真实分布，带来显著的多峰性问题。而根据 Huang等 [63]的论
证，在假设各个词概率相互独立的情况下，模型拟合真实分布的能力存在着一定
的上限，而以 DA-Transformer [33] 为代表的一类模型通过将模型并行得到的输出
进行相关性降采样的方式，大幅提升了非自回归模型拟合真实分布的能力，从而
提升了非自回归模型的翻译质量。而这种性能的提升也使得利用非自回归模型
更好的建模真实分布成为了可能。

长久以来，为了建模真实空间的分布，在自然语言处理的各种任务当中，极
大似然损失函数都是最为常见的一种损失函数，因为在样本量足够的情况下，极
大似然估计训练得到的分布就是对真实分布的一个无偏估计。但对于句子到句
子的翻译而言，由于一个句子往往普遍的存在着数个可行的翻译，而训练集中往
往无法覆盖所有的翻译，这就会使得模型倾向于训练得到一个在参考译文上的
独热分布，而这种模型分布显然不符合实际情况。相应的就需要拟合一个更实际
的分布以提升模型的泛化性能。虽然由于训练所用的知识有限，导致并没有办法
确定实际的分布1，但仍然可以从日常生活中得出一些显而易见的结论，如“译

1数学上可以证明，一个在固定维数的实数空间的随机变量若要满足熵最大，其分布必然是一个高斯分
布。虽然尚无法证明可以将一个句子的所有译文建模在一个有限维的实数空间之上，但这一结论仍然能为
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文质量越高，译文的概率应当越大”。而这些结论为利用保序回归这一数学工具
训练模型创造了条件。

4.4.2 保序回归损失函数

接下来介绍本工作中采用的保序回归损失函数，其表达式如下式所示：

𝐿𝑠𝑐𝑜𝑟𝑒 = ∑
𝐶

(max(0, 𝛽𝑖𝑗 − (log 𝑝(𝐲𝑖) − log 𝑝(𝐲𝑗)))). (4-7)

其中，对于任意的 𝑖, 𝑗 ，只要 𝑖 > 𝑗 ，都有 score(𝐲𝑖) > score(𝐲𝑗)。
在上式中，score代表的是采样的句子的质量，其可以通过各种方式（包括

BLEU [44]，chrF [64]等指标、模型学习或人工评估）来得到，𝛽𝑖𝑗 是一个约束各个
句子对之间概率距离的项，而保序集合 𝐶 = {(𝐲𝑖, 𝐲𝑗)}则为参与保序回归损失函
数计算的各个损失函数，具体的选取将会在后面加以介绍。

从上式中可以看到，保序回归方法其实是对输出的概率引入了一种较为宽
松的约束，具体来说就是对于质量高于 𝐲𝑗 的 𝐲𝑖（即满足 score(𝐲𝑖) > score(𝐲𝑗)），
如果模型分别输出的概率 𝑃 (𝐲𝑗) > 𝑃 (𝐲𝑖)，则对质量较差的句子的概率予以惩罚，
而对质量较好的句子予以鼓励。相应的，也可以将这一损失函数写作如下的形
式：

𝐿𝑠𝑐𝑜𝑟𝑒 = −
𝑛

∑
𝑖=1

𝑅𝑖 log 𝑝(𝑦𝑖),

𝑅𝑖 = ∑
∀(𝑖,𝑘)∈𝐶

𝑠𝑐𝑜𝑟𝑒(𝐲𝑖)>𝑠𝑐𝑜𝑟𝑒(𝐲𝑘)

𝟙(log 𝑝(𝐲𝑖) < log 𝑝(𝐲𝑘) + 𝛽𝑖𝑗)

− ∑
∀(𝑘,𝑖)∈𝐶

𝑠𝑐𝑜𝑟𝑒(𝐲𝑘)>𝑠𝑐𝑜𝑟𝑒(𝐲𝑖)

𝟙(log 𝑝(𝐲𝑖) > log 𝑝(𝐲𝑘) − 𝛽𝑖𝑗).

(4-8)

从式 (4-8)中可以看出，保序回归损失函数可以写为某种与增强学习的策略
梯度算法相似的一种形式。但在这里需要说明的是，根据策略梯度的数学证明，
策略梯度算法中需要确保各个样本 𝐲𝑖 是状态空间中依概率采样得到的，才能使
得式 (4-8)能够表示对期望惩罚的无偏估计，而保序回归中构建保序样本的方式
相较而言就要丰富很多，并不一定是直接采样得到。

以上介绍的是保序回归损失函数的实现将会结合非自回归模型的特性，相
应的设计保序保序集合 𝐶 和相应的损失函数。

4.4.3 保序回归损失函数在非自回归模型的应用

在之前的一些工作（如 Zhao等 [59], Vijayakumar等 [60]）中，作者利用自回
归模型的特性，利用集束搜索或者多样集束搜索等方法来得到参与保序回归计

本工作给出一些启示。
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算的句子，并通过两两之间的比较来计算保序回归损失函数。由于自回归模型的
串行解码特性，所以采用集束搜索解码得到保序集合的方式不能直接进行，而
是只能从预训练的模型中得到固定的解码样本。这样使得模型在训练过程中存
在着一定的偏差。而另一方面，由于自回归模型预测各个位置的输出分布时需
要之前的各个位置的输出，因此对每个样本都要重复输入到解码器中，这会带
来显著的训练时间和显存开销增加。相较而言，非自回归模型具有解码过程并
行进行、可实时计算所有位置的分布、训练过程与解码过程一致等特点，这就使
得采用一些实时的方式获取参与保序回归训练的样本成为了可能。但与此同时，
非自回归模型的多峰性问题也使得本工作需要考虑如何更好的构建保序的集合，
从而使模型尽量的学到一个单峰的分布。下面将对本工作的方法改进进行介绍。

4.4.3.1 参与保序运算的句子的采样

如前文所述，非自回归翻译模型的一些特性为实现在线采样创造了一定的
条件。因此，本工作采用了直接从输出分布中采样的方式来构建保序回归的样
本。具体来说，通过分别对 DA-Transformer中各个词的发射概率 𝑃 (𝑦𝑖|𝐱; 𝜃)和转
移概率 𝑃 (𝑎𝑖+1|𝑎𝑖, 𝐱; 𝜃)进行采样，根据采样的结果从第一个词进行解码得到最终
的译文。设上述位置中发射得到的词为 𝐲 = (𝑦1, ..., 𝑦𝑇 )，其对应的转移到的位置
为 𝐚 = (𝑎1, ...𝑎𝑇 −1)，相应的其概率表达式可以记为：

𝑝(𝐲, 𝐚|𝑥; 𝜃) = 𝑝(𝑦1, ..., 𝑎𝑖, 𝑦𝑖+1, 𝑎𝑖+1, ..., 𝑦𝑇 |𝑥; 𝜃)
= 𝑝(𝑦1, ..., 𝑎𝑖, 𝑦𝑖+1, 𝑎𝑖+1, ..., 𝑦𝑇 |𝑥, 𝑎0; 𝜃)

=
𝑇

∏
𝑖=1

𝑝(𝑦𝑖, 𝑎𝑖|𝑎<𝑖, 𝑦<𝑖, 𝑥; 𝜃)

=
𝑇

∏
𝑖=1

𝑝(𝑦𝑖|𝑎𝑖−1, 𝑥; 𝜃) ⋅ 𝑝(𝑎𝑖|𝑎𝑖−1, 𝑥; 𝜃).

(4-9)

从上式中可以看出，前述的采样的方式实际上是得到了一个对 𝑝(𝐲, 𝐚|𝐱; 𝜃)的
无偏采样，而由于在任务中只需要使用采集到的样本中的目标句子 𝐲，所以这里
也可以视作是对 𝑝(𝐲|𝐱; 𝜃)采样得到的样本。在训练过程中，上述采样过程是并行
进行的，而根据转移矩阵获取采样结果的过程则是串行进行，因此这样的方式显
著的减少了计算所需的时间，为实现实时的采样创造了条件。在本工作中，通过
实时进行上述采样过程，从而实现了对模型的更充分的训练。

4.4.3.2 非自回归模型的保序集合的构建

正如本工作中所提到的，一般意义上的保序回归损失函数是通过将所有采
集到的样本通过两两比较的方式来计算相应的损失函数，此时的保序集合为：

𝐶𝑚𝑢𝑙𝑡𝑖 = {(𝐲𝑖, 𝐲𝑗)|1 <= 𝑖 < 𝑗 <= 𝑛}. (4-10)
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此时，对于样本 𝐲𝑖，保序集合中与其相关的子集包括了 {(𝐲1, 𝐲𝑖), ...,
(𝐲𝑖−1, 𝐲𝑖), (𝐲𝑖+1, 𝐲𝑖), ..., (𝐲𝑛, 𝐲𝑖)}。而从式 (4-8)中，可以看到，在训练过程中，可能
存在着同时有多个 𝐲𝑖，满足对应的 𝑅𝑖 > 0。而对于非自回归翻译模型而言，由
于其本身表示多峰分布较为困难，因此学习这样的损失会对模型的输出译文质
量带来一定的影响。针对这样的问题，本工作中引入了一个单峰的保序集 𝐶𝑜𝑛𝑒，
即

𝐶𝑜𝑛𝑒 = {(𝐲𝑚𝑎𝑥, 𝐲𝑖)|∀𝑖 ≠ 𝑚𝑎𝑥, score𝑚𝑎𝑥 >= score𝑖}. (4-11)

上式中，𝐲𝑚𝑎𝑥 为评价指标最高的保序样本。而当采用上述保序集合去计算
保序回归损失时，式 (4-8)中的 𝑅𝑖可以简写为：

𝑅𝑖 =
{

∑𝑘≠𝑖 𝟙(log 𝑝(𝐲𝑖) < log 𝑝(𝐲𝑘) + 𝛽𝑖𝑗) 𝑖 = 𝑚𝑎𝑥
−𝟙(log 𝑝(𝐲𝑚𝑎𝑥) < log 𝑝(𝐲𝑖) + 𝛽𝑖𝑗) 𝑖 ≠ 𝑚𝑎𝑥

. (4-12)

从上式中可以看出，采样上述单峰保序集合时，模型只有一个样本（即评价
指标最高的样本）的 𝑅𝑖 是大于零的，这样就能够引导模型去学习一个单峰的训
练目标，当然，这种训练目标中由于学习的保序关系更少，其建模一个准确分布
的能力也会相对弱化一些。因此，在本工作的实现中采用了课程学习的方法，即
随着训练步数的增加，模型的损失逐步从多峰的保序集过渡到单峰的保序集，如
果设多峰保序和单峰保序的损失分别为 𝐿𝑚𝑢𝑙𝑡𝑖 和 𝐿𝑜𝑛𝑒 ，那么实际训练时的保序
回归损失函数 𝐿𝑟𝑎𝑛𝑘可以表示为：

𝐿𝑟𝑎𝑛𝑘 = 𝜆𝐿𝑚𝑢𝑙𝑡𝑖 + (1 − 𝜆)𝐿𝑜𝑛𝑒. (4-13)

𝜆 = 𝜆𝑚𝑎𝑥 − max(min(𝑥, stepmax), stepmin) − stepmin
stepmin − stepmin

⋅ (𝜆𝑚𝑎𝑥 − 𝜆𝑚𝑖𝑛). (4-14)

4.4.4 训练流程

以上介绍了多样本保序回归方法的背景，以及其结合和针对非自回归翻译场
景的一系列改进。下面将会介绍训练的流程，在本工作中，训练集句子 𝐱先通过模
型 𝜃得到输出分布 𝑝(𝐲|𝐱; 𝜃)，之后再从 𝑝(𝑦|𝑥; 𝜃)中采样得到多组输出 𝐲1, 𝐲2, … , 𝐲𝑛

，接下来，再相应的利用各种评价指标计算各个译文的指标分数 Score(𝐲𝑖, 𝐲)并
排序，最后相应的计算损失函数并更新模型 𝜃。
而在上述的训练过程中，也有一些需要展开介绍的地方。首先，本工作中针

对模型损失函数的正向计算和反传梯度的过程进行了改进。在 Huang等 [33] 中，
作者以发射概率 𝑃 、转移概率 𝐸 和参考译文 𝐲作为输入构建了计算 DAG损失
函数的模块 DAG(𝑃 , 𝐸, 𝐲)，其前向和后向过程如下所示：
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• 前向：根据 𝑃 、𝐸 和 𝐲来计算前向和后向的状态转移概率矩阵𝑀𝛼(𝐲)和
𝑀𝛽(𝐲)，相应的计算出损失函数 DAG(𝑃 , 𝐸, 𝐲)并将𝑀𝛼(𝐲)和𝑀𝛽(𝐲)存储在计算
图中。

• 后向：根据反传的梯度 𝜕𝐿
𝜕DAG(𝑃 ,𝐸,𝐲) 计算出损失函数的梯度，即

𝜕𝐿
𝜕𝑃 和

𝜕𝐿
𝜕𝐸 。

具体如下式所示：

DAG(𝑃 , 𝐸, 𝐲)
𝜕𝑃 = 𝑓𝑃 (𝑃 , 𝐸, 𝑀𝛼(𝐲), 𝑀𝛽(𝐲)),

DAG(𝑃 , 𝐸, 𝐲)
𝜕𝐸 = 𝑓𝐸(𝑃 , 𝐸, 𝑀(𝐲), 𝑀𝛽(𝐲)),

(4-15)

𝜕𝐿
𝜕𝑃 = 𝜕𝐿

𝜕DAG(𝑃 , 𝐸, 𝐲) ⋅ 𝜕DAG(𝑃 , 𝐸, 𝐲)
𝜕𝑃 ,

𝜕𝐿
𝜕𝐸 = 𝜕𝐿

𝜕DAG(𝑃 , 𝐸, 𝐲) ⋅ 𝜕DAG(𝑃 , 𝐸, 𝐲)
𝜕𝐸 .

(4-16)

而在本工作中，如果根据公式（4-8）并结合函数 DAG(𝑃 , 𝐸, 𝑌 )来完成损失
函数的计算，则会导致对每一个采样到的译文都需要在计算图中存储一个中间
变量𝑀𝛼 和𝑀𝛽 ，这样会带来较大且不必要的显存开销。因此本工作重新结合了
链式法则设计了模块 MULTI_DAG(𝑌 , 𝑅, 𝑃 , 𝐸)，其将所有采集到的参考译文集
合 𝑌 ，参考译文对应的分值 𝑅、发射概率 𝑃 、转移概率 𝐸作为输入，前向和后
向的过程如下所示：

• 前向：对参考译文集合 𝑌 中的每一句 𝐲，根据 𝑃、𝐸和 𝐲来计算前向和后
向的状态转移概率矩阵𝑀𝛼(𝐲)和𝑀𝛽(𝐲)，进而直接计算出 𝑓𝑃 (𝑃 , 𝐸, 𝑀𝛼(𝐲), 𝑀(𝐲))
和 𝑓𝐸(𝑃 , 𝐸, 𝑀𝛼(𝐲), 𝑀𝛽(𝐲))。接下来利用分值 𝑅，结合（4-8）计算出损失函数
MULTI_DAG(𝑌 , 𝑅, 𝑃 , 𝐸) 和梯度 𝜕MULTI_DAG(𝑌 ,𝑅,𝑃 ,𝐸)

𝜕𝑃 和 𝜕MULTI_DAG(𝑌 ,𝑅,𝑃 ,𝐸)
𝜕𝐸 ，并

将计算得到的梯度缓存于计算图。
• 后向：根据反传的梯度 𝜕𝐿

𝜕MULTI_DAG(𝑌 ,𝑅,𝑃 ,𝐸)，并利用之前存储的梯度并结

合链式法则计算出 𝜕𝐿
𝜕𝑃 和

𝜕𝐿
𝜕𝐸。

通过 MULTI_DAG(𝑌 , 𝑅, 𝑃 , 𝐸)，本工作在计算损失函数的过程中计算图只
存储了 2个变量，从而显著的减小了模型训练时所需的显存开销，加快了训练的
速度。

4.5 实验结果与分析

本部分主要是对所进行的实验进行介绍，并结合实验结果进行一定的分析，
以验证保序回归损失作为能够作为一种更优的损失函数。

4.5.1 实验设置

本节主要介绍本实验中采用的实验设置，包括训练数据、评价指标以及其他
的实现细节。
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4.5.1.1 训练数据

就训练而言，分别采用了WMT14英语到德语翻译任务（WMT14 En→De）
和 IWSLT14德语到英语翻译任务（IWSLT14 De→En）。对 WMT14 En→De任
务，为了能够与 Huang等 [33]相对照，本工作对数据集进行了清洗，而这使得实
际上本工作的训练集规模会略小于WMT14 En→De任务原本的训练集，两个任
务的数据集具体的数据集规模如下表所示。而对于上述几个任务，本工作采用了
32000步的 BPE模型 [51]来对语料进行预处理，同时也共享了源端和目标端的词
表。需要说明的是，由于 DA-Transformer模型本身性能上的大幅提升，因此在
本实验中直接采用了原始的数据集，而没有用自回归模型对训练集集进行知识
蒸馏。

表 4-1保序回归损失函数训练实验中数据集的信息
Table 4-1 Dataset statistics in monotonic regression loss training experiments

数据集 训练集 验证集 测试集
WMT14 En-De 3961179 3000 3003
IWSLT14 De-En 160239 6750 6750

4.5.1.2 评价指标

在本工作中，评价指标的用途主要有两个，一个是在训练时，通过计算采集
到的样本的质量来计算各个样本概率的排序；而另一个则是在测试时，用于对测
试集翻译的准确性来评估翻译的性能。结合了计算速度和翻译质量、本工作采用
了如下 2种基于统计的评价指标：

• BLEU [44]：这一指标是一种基于 𝑛-gram的评价指标。具体来说，其根据
各个词级别 𝑛-gram在论文中的准确度来进行统计。在 BLEU这一指标中，计算
各个 𝑛-gram的准确度如下式所示：

𝑃𝑛−gram =
∑(min(countoutput , countreference))

∑ countoutput
. (4-17)

在计算得到词级别 𝑛-gram的基础上，可以表示出如下式的 BLEU计算公式：

BLEU = BP ⋅ exp(
𝑁

∑
𝑖=1

𝑤𝑛 ⋅ log 𝑃𝑛). (4-18)

需要注意的是，上式中 BP = min(exp(1 − 𝑟
𝑐 ), 1)，其中 𝑟和 𝑐分别是参考译文

和候选译文的长度，其主要是为了惩罚较短的句子。
• chrF [64]：顾名思义，这一指标计算的是字符级的 F-score，具体来说，其先

计算了字符级别 𝑛-gram的准确率 chrP𝑛和召回率 chrR𝑛（即候选译文中的 𝑛-gram
在参考译文中出现的比重和参考译文的 𝑛-gram在候选译文中的比重）。之后再通
过下式来计算字符级的 F-score：
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chrF𝑛 = (1 + 𝛽2) chrP𝑛 ⋅ chrR𝑛
𝛽2 ⋅ chrP𝑛 + chrR𝑛

. (4-19)

再得到从 1到 𝑚的 F-score的基础上，再通过对上述 F-score进行平均，从
而可以得到最终得到的分值。

在本实验中，对于 BLEU指标，本工作采用的超参数是𝑁 = 4；而对于 chrF
，本工作采用的超参数是𝑀 = 6，𝛽 = 3.0。在排序阶段，本工作对上述指标利用
pybind11 [65]封装的多线程 C++模型来进行并行计算。而在测试时，本工作则通
过 multi-bleu.perl对输出译文的 BLEU值进行计算。

4.5.1.3 其他的实现细节

在模型参数方面，对WMT14En→De任务，本工作采用了类似于Transformer-
Base模型的结构，即词表的维数为 512维，中间层隐状态维数为 2048维，注意
力机制头数为 8，而对于 IWSLT14 De→En任务，本工作采用的配置就会稍小一
些，即词表维数为 256维，中间层隐状态维数为 1024维，注意力机制头数为 4。
而就 dropout概率而言，本工作分别对WMT14 En→De任务和 IWSLT14 De→En
任务分别取值 0.1和 0.3。在本实验的模型中，源端和目标端共享词嵌入模块，且
两个解码器的解码器输出投影层与目标嵌入层共享相同的参数。

就学习策略而言，对训练集较小的 IWSLT14 De→En 任务，本工作采用的
是从头训练的策略，其每次处理的批的词数为 32000个词；而数据规模更大的
WMT14 En→De任务来说，本工作采用的是基于现有模式微调的策略，其每次
采用的批的次数为 64000词。就优化器和学习率设置来说，虽然两者均采用了
Adam优化器 [54] 且超参数均为 (𝛽1 = 0.9, 𝛽2 = 0.999)，而且都采用了平方根逆衰
减的学习率调整策略，但在具体实施上却有很多不同：对 IWSLT14 De→En 任
务而言，其学习率为 0.0007，且会进行 10000 步的预热步骤；而对于 WMT14
En→De任务，由于其学习率仅则为 0.0002，且只会进行 1000步的预热操作。两
者在训练时均采用了瞥见训练的模式，即根据错误的词的数量在解码器的输入
端提供一定的信息，但对 IWSLT14 De→En任务，本工作采用了从 0.5到 0.1衰
减的瞥见系数，而对WMT14 En→De任务，本工作则只采用了 0.1的瞥见系数。
而就其他超参数设置而言，如无特殊说明，就 DA-Transformer的参数而言，

本工作在两个任务上均设置上采样倍数为 8，且采用前向展望解码方式；而就保
序相关超参而言，本工作对 IWSLT14 De→En任务和WMT14 En→De任务设置
超参 𝛽 = 0.002和 0.005，采样的个数为 16个且均采用 chrF评价指标进行排序。
最后的实验结果均是选择验证集上最优的 5个检查点进行平均得到。
以上的模型和训练过程的代码实验都是在基于Pytorch框架 [55]下的 fairseq [56]

工具包上完成。
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4.5.2 主要实验结果

本节将会介绍多样本保序回归方法的主要实验结果，包括与 DA-Transformer
模型在几种解码方式上的对比，以及与其他模型的结果的对比。

4.5.2.1 与 DA-Transformer的对比

由于本工作的方法是基于 DA-Transformer这一框架，因此本部分的主要工
作是将实验结果与原始的模型进行对比。本工作采用原始的数据集在前述的数
据集上进行了实验，并采用了四种解码方式（即贪心解码（Greedy decoding）、前
向展望解码（Lookahead decoding）、维特比解码（Viterbi decoding）[35]和集束搜
索解码（Beam search decoding）。本工作在实施的过程中均沿用了原作者的实现
方式，最终的结果如下表所示：

表 4-2 DA-Transformer引入保序回归损失函数后的性能对比
Table 4-2 Comparison with DA-Transformer in different decoding methods after utilizing

monotonic loss

模型 解码方式 WMT14 En→De IWSLT14 De→En 加速比

DA-Transformer

Greedy 26.08 33.24 ×14.0
Lookahead 26.57 33.56 ×13.9
Viterbi 26.89 33.65 ×13.2
Beam Search 27.02 33.90 ×7.1

+保序回归损失

Greedy 26.34(+0.26) 33.59(+0.35) ×14.0
Lookahead 26.77(+0.20) 33.89(+0.33) ×13.9
Viterbi 27.02(+0.13) 33.95(+0.30) ×13.2
Beam Search 27.39(+0.37) 34.24(+0.34) ×7.1

从上表的结果可以看出，相比起 DA-Transformer来说，本工作的方法在各
种解码方式上均能够取得 0.1到 0.4左右的 BLEU值得提升。这一方面证明了采
用保序回归损失函数能够提升模型输出译文质量；另一方面，现有的方法在模型
输出译文质量的提升上还比较有限，说明本工作的方法还有着很大的改进空间。

4.5.2.2 与其他基线方法的对比

除了与 DA-Transformer进行对比，本工作还利用原始数据训练的结果与其
他几种方法进行了对比，由于这里需要与其他模型采用原始数据集进行对比，具
体包括了以下几类的方法：

• 基于 Transformer [5]的自回归的翻译模型。
• 经典的非自回归翻译模型，如标准 NAT 模型 [2] 和 10 轮迭代式解码的

CMLM模型 [18]（即 CMLM10）。
• 一些与经典的非自回归模型结构相近的改进模型，如 SynST 模型 [66]、
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GLAT 模型 [21] 及其衍生的 Latent-GLAT 模型 [27]、OAXE 模型 [52]、以及 CNAT
模型 [26]。

• 基于降采样机制的模型，如 DA-Transformer [33]。
下表中列举了主要的实验结果：

表 4-3引入保序回归损失函数的 DA-Transformer与其他基线方法的对比
Table 4-3 Comparison between DA-Transformer with monotonic loss and other baselines

模型 WMT14 En→De IWSLT14 De→En 加速比
Transformer [5] 27.4 34.4 ×1.0
Vanilla NAT [2] 11.79 17.77 ×15.3
CMLM10

[18] 25.21 31.19 ×3.8
SynST [66] 18.05 23.82 ×4.9
GLAT [21] 19.42 29.07 ×15.3
OAXE [52] 22.4 \ ×14.2
CNAT [26] 21.3 29.81 ×10.4
Latent-GLAT [27] 24.71 32.31 ×11.3
DA-Transformer [33] 26.57 33.56 ×13.9
+保序回归损失 26.77 33.89 ×13.9

从下表中可以看出。首先，在原始的数据上，虽然基础的非自回归方法能够
取得一系列的速度优势，但其在输出译文质量上是远不如自回归的模型；而即
使是类似 CMLM10这样的通过多轮迭代的方式牺牲了一定输出译文质量的模型，
其也与自回归的模型存在着 2个点以上的 BLEU值的差距。这也展示出在缺乏
合理的上下文信息建模的情况下，利用知识蒸馏降低句子复杂度对非自回归模
型获得较高质量的输出，实现模型输出译文质量提升的重要性。

虽然知识蒸馏本身具有改善非自回归翻译模型性能的作用，但由于此时自
回归的模型训练的不是真实的参考译文，而是自回归模型输出的译文，因此在后
续的一系列非自回归翻译的工作中，都研究了能否在不使用知识蒸馏的情况下
接近自回归的输出译文质量。但正如表中所展示的那样，这些基于 Vanilla NAT
的改进虽然能够大体上保持模型速度提升的优势，但在最终的输出译文质量上
仍然与自回归模型有着 2个点的 BLEU值的差距。直到 DA-Transformer横空出
世，才使得非自回归模型在翻译输出译文质量上能够达到与自回归模型相当的
水平，此时模型与非自回归模型之间的输出译文质量差距缩小到了 1个点以内。
本工作的方法在这一方法的基础上又进一步的拉近了模型输出与自回归翻译模
型的输出译文质量，这一方面说明了 DA-Transformer的机制上仍然有很大的改
进的前景，另外一方面也说明了利用自回归的生成模型达到非自回归模型的性
能是可行的。
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4.5.3 分析实验

本节将会对本工作中所进行的实验及其结果进行分析。

4.5.3.1 采样数量对结果的影响

首先，本工作分析了训练过程中的采样数量对结果的影响，实验在在 IWSLT14
De→En任务上进行，固定其他的参数和过程不变，仅调整了训练过程中采样的
数量，最终的结果如下图所示：

图 4-2保序回归损失函数训练时随采样数量变化 BLEU值的变化
Figure 4-2 The change of BLEU value with the number of samples during training with

monotonic loss

从上图的情况来看，在采样数目比较小的时候，引入保序回归损失函数会导
致解码的 BLEU值比 DA-Transformer略低，这是由于采样的样本数量较少，导
致模型在采用保序回归损失训练时的方差较大，从而带来了一定的输出译文质
量损失，而随着参数增加，当样本数从 4增加到 16时，模型的输出译文质量得
到了一定的提升，这也说明随着样本数目的增加，模型训练的方差有所降低，这
样也就带来了翻译输出译文质量的提升。而相比起更大的超参，当采样数量为
16时模型能够取得最优的水平，这也说明本工作选取的训练超参是合适的。

4.5.3.2 采样指标对结果的影响

接下来，本工作比较了采样时采用不同的评价指标对结果的影响。如前文所
述，这里采用了两种指标，即 BLEU和 chrF，在其他参数不变的情况下进行了
对比，结果如下表所示：
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表 4-4保序回归损失函数训练时随排序指标变化 BLEU值的变化
Table 4-4 The change of BLEU value with the rank metrics in sampling process during

training with monotonic loss

模型 排序指标 IWSLT14 De→En
DA-Transformer \ 33.56

+保序回归损失
BLEU 33.66
chrF 33.89

从下表中可以看出：首先，可以看到模型在采用两种指标的情况下模型的
输出译文质量都产生了一定的提升。其次，采用字符级别的 chrF采样指标的训
练结果要高于采用 BLEU时的训练结果，这一方面也验证了 Xiang等 [67]等的假
设，即在英语和德语之间的翻译任务上 chrF比 BLEU与人工评测更加一致，另
一方面也说明了字符级指标相对于词级别的指标更易于学习的特点。

4.5.3.3 混合训练对结果的影响

接下来，本工作将会展示采取混合训练时相比起仅仅采用单峰训练和多峰
训练带来的输出译文质量的提升。参照公式（4-14），采用了如下的几种训练设
置进行对比：

(1) step𝑚𝑖𝑛 = 0，stepmax = 10000，𝜆𝑚𝑖𝑛 = 0.2，𝜆𝑚𝑎𝑥 = 1.0。
(2) step𝑚𝑖𝑛 = 0，stepmax = 10000，𝜆𝑚𝑖𝑛 = 0.1，𝜆𝑚𝑎𝑥 = 1.0。
(3) step𝑚𝑖𝑛 = 0，stepmax = 10000，𝜆𝑚𝑖𝑛 = 0.0，𝜆𝑚𝑎𝑥 = 1.0。
针对这一实验配置，本工作进行了一系列的实验，结果如下所示：

表 4-5保序回归损失函数训练时随单峰和多峰权重变化 BLEU值的变化
Table 4-5 Changes in BLEU values with unimodal and multimodal loss weights during

training with monotonic loss

DA-Transformer λ=0 λ=1
随时间变化的 λ

(1) (2) (3)
IWSLT14 De→En 33.56 33.71 33.78 33.63 33.68 33.89

从上述结果中可以看出，首先，直接采取多峰的保序回归损失函数会带来
模型输出译文质量的下降，而采取单峰的形式会带来一定的输出译文质量提升。
而接下来则采用了带有时间策略的进行实验，结果发现以下两点，首先，随着训
练结束时单峰比例的增加，模型的输出译文质量得到了提升；其次，在前期采用
一定比例的多峰分布比起只采用单峰分布能够达到更高的输出译文质量。

根据上述的分析过程可以得到如下的一些结论：首先，直接学习多峰的损失
会令模型难以学习，从而使得模型的输出译文质量降低；其次，虽然学习更容易
的单峰损失能够带来输出译文质量的提升，但在前期若采用知识更丰富的多峰
损失训练能够带来输出译文质量的提升。
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4.5.3.4 在更尖锐分布上采样对结果的影响

Shen 等 [68] 是利用评价指标训练翻译模型的一个经典工作，其中为了确保
模型输出的句子最终能够拟合到参考译文上，作者在采样时强制采集了参考译
文，从而使得模型在最终收敛时能个得到一个接近真实译文的输出。相应的，为
了让模型采样到的译文能够更容易采集到参考译文，本工作采用了如下的策略：

(1) 强制模型在输出时采样参考译文。
(2) 约束模型每次采样时仅采样概率前 𝐾 大的发射词和路径，在本实验中

𝐾 = 512。
本工作通过控制其他参数不变，将上述两种方法与本工作采用的方法在

IWSLT14 De→En任务上进行了对比，结果如下：

表 4-6保序回归损失函数训练时采用不同采样策略的结果
Table 4-6 Changes in BLEU values with difference sampling strategy during training with

monotonic loss on the IWSLT14 De→En task

DA-Transformer +保序回归损失
采样策略
(1) (2)

BLEU 33.56 33.89 33.63 33.46

从上表中的结果可以看出，采用上述的两种方式都试图从一个参考译文权
重更大的分布中采样，结果在输出译文质量上都出现了 0.2到 0.4个 BLEU值的
差距。这说明对于本方法而言，相较于从一个更接近参考译文的分布中采样，从
真实分布中采样得到的结果有着更高的输出译文质量。

4.5.3.5 多样性解码实验

正如前面所提到的，通过引入保序回归损失函数的方式能够使得模型得到
的分布更为准确。而这种准确的分布并不仅仅反映在最优的解码方式得到的译
文的准确度上，而且还能够反应在模型生成更为多样的译文的能力上。本实验
参考了 Huang等 [33]中的做法，通过不同温度的 top-p采样（即核采样 [69]）来在
控制解码得到的译文的多样性。而在对多样性和准确性的评估上，则是参考了
Shen等 [70]的做法，采用不同的随机数种子（从 1到 5）采集了 5组译文，将其
与参考译文比较 BLEU的同时计算各个译文两两之间的 Pairwise-BLEU。本工作
在 IWSLT14 De→En任务上进行了实验，结果如下图所示：
从上图中可以看出，首先，本方法在控制解码译文的多样性相同的情况下，

本方法（绿色线条）的准确性要高于标准的DA-Transformer，且两者之间的BLEU
值相差达到了近一个点，这进一步突出的表明了通过本方法进行多样化的采样
对模型输出译文质量带来的提升。
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图 4-3保序回归损失函数训练的模型在多样性解码任务上的结果
Figure 4-3 Results of model trained with monotonic regression loss in diverse decoding task

4.6 本章小结

本工作主要是提出了一种通过利用多样本保序回归改进非自回归翻译模型
训练的方法。这一工作主要是针对极大似然损失强制非自回归模型拟合于参考
译文的独热分布，从而与丰富多样的真实译文分布的偏差对损失函数进行了改
进。本工作通过从模型的输出分布中采集样本，并引入了保序回归损失函数来确
保样本的输出概率大小排序与样本的质量相一致。同时，针对非自回归模型学习
多峰分布存在一定困难的特点，本工作设计了不同的保序集合来引导模型的后
续训练。而在WMT14英语到德语和 IWSLT德语到英语上进行了实验显示，多
样本保序回归的方法能够实现一定的 BLEU值的提升，这说明这一方法能够起
到改善非自回归模型输出译文质量的作用。而针对本方法对非自回归模型的输
出译文质量提升还较为有限的问题，后续可以通过设计更好的训练策略来减小
训练方差的方式加以改善。
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5.1 引言

前两个工作分别探索了通过引入建模上下文信息的解码器，以及通过对多
个样本进行保序回归的方式来改善非自回归模型的输出译文质量，而实验的结
果也表明，上述工作分别从不同的侧重方向改善了模型的输出译文质量。但这两
个工作都面临着理论上的性能上限问题，具体来说，由于非自回归模型的解码器
输出是各个位置相互独立的分布，所以在拟合真实分布的时候存在着一定的性
能瓶颈，即模型输出分布与真实分布的距离存在一个大于零的下界，这也是导致
非自回归模型多峰性出现的一个本质原因。上述观点已经在 Huang等 [63] 证明。
除此以外，Huang等 [63]中也证明了，虽然类似于 DA-Transformer这样的通过下
采样的方式获取输出的工作能够大幅降低这一下界，但其仍然没有办法完全消
除这一性能瓶颈。而在上一个工作中也能够看到，多峰性对于模型输出译文质量
的影响。这充分说明了无论用何种方式来直接拟合分布，非自回归模型解码器的
输出分布无法做到对真实分布做完全的无偏估计。

鉴于直接拟合真实分布存在的一定困难，相应的，可以通过尝试采用不同类
型的训练目标。利用评价指标进行训练是一种比较典型的做法，上一个工作中的
保序损失函数就是一种利用评价指标来进行训练的方法，只是这种做法并没有
直接利用指标的绝对数值，而是利用的多个样本指标的相对大小。而在翻译领域
上，已经有一系列的工作 [41,68]直接采用评价指标进行训练。但这些在翻译领域
的工作都有一个共同的特点，就是都采用了基于 𝑛-gram的评价指标来引导模型
进行训练，而在 Xiang等 [67]中已经表明，基于 𝑛-gram的评价指标在一致性上是
不如基于神经网络的评价指标的。

在本文中将会采用一种类似于 BERTScore [71]的评价指标来引导模型的训练
过程。BERTScore是一种利用预训练模型 BERT [49] 对文本生成类任务质量进行
评价的一个指标，候选译文和参考译文先通过一个 BERT模型得到相应句子的
各个词的输出，再利用候选译文和参考译文各个词之间的余弦相似度来计算句
子的质量。由于这一方法能够更准确的建模各个词之间的词意相似性，使得模型
的输出译文质量得到了一定的提升。而在本工作中，在利用网络评估指标的基
础上，针对直接训练过程中存在的问题：即探索空间过大导致任务复杂度过高，
以及神经网络指标只提供准确性信息而不提供流利性信息的特点，采用了一系
列的措施来确保编码器提供的上下文信息能够准确的引导模型的输出。本工作
在多个模型上进行了实验，证明了在约束探索范围和提供流利度信息的情况下，
利用神经网络评价指标能够带来一定的提升。
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5.2 相关工作

翻译领域有着许多采用评价指标进行训练的工作，在 Shen等 [68] 的工作中，
其通过采集多个样本并优化使其评价指标最大化的方式来改善模型的输出译文
质量，最终在自回归翻译上实现了一定的提升。而在非自回归机器翻译中，Shao
等 [41] 中已经包含了直接利用评价指标训练模型的思想，其采用了策略梯度算
法，利用训练指标作为奖赏进行优化训练。但这些工作采用的指标对模型的输出
译文质量带来了限制。

而随着深度学习的发展，近年来也出现了一系列的利用神经网络建模的自
然语言评价指标 [71–74]。其中，BERTScore [71]和 Prism [72]是直接利用模型结构进
行计算，而 BLEURT [73] 和 COMET [74] 则都是在利用人工评价指标作为目标对
模型进行预训练后得到模型。这为本工作结合神经网络评价指标改进模型训练
创造了条件。

5.3 背景

由于本工作主要是基于神经网络的自动评价指标，因此在本节将会对机器
翻译任务中常用的一系列的基于神经网络的自动评价指标进行介绍。

5.3.1 基于神经网络的机器翻译自动评价指标

正如前面提到的，机器翻译中存在着许多基于统计的评价指标（如基于 𝑛-
gram 的 BLEU [44] 、NIST [75] 、METEOR [76] 、chrF [64] 等，以及基于编辑距离
的 TER [77]、PER [78]、WER [79]等）。而近些年来随着神经网络技术的发展，一
系列的基于神经网络的评价指标也应运而生，具有代表性的有 BERTScore [71] 、
BLEURT [73]、Prism [72]和 COMET [74]等。

具体来说，BERTScore和Prism是直接利用模型结构进行训练的模型。BERTScore
主要基于 𝑛-gram的统计评价指标缺乏上下文信息和长距离依赖的问题，通过将
候选译文和参考译文句子都输入到 BERT模型 [49]中，在得到两个句子通过模型
后各个词的输出隐状态之后，两两计算余弦相似性，再通过最大匹配的方式来计
算准确率和召回率，进而得到评价候选译文的分值。Prism则是利用了多语言翻
译模型的强大性能，通过计算将候选译文和参考译文输入到多语言翻译模型后
复述出参考译文和候选译文的概率，以及从源端输出候选译文的概率来评估输
出译文的质量。而 BLEURT和 COMET则都是通过利用评价指标作为目标对模
型进行预训练的方式，得到了一个将句子的分值作为输出的一个模型。

5.4 基于评价指标的训练策略

本节将会详细介绍模型的训练策略，包括利用 BERTScore的架构构建评价
指标训练模型的基本框架，以及其在非自回归模型训练场景下的一系列改进。
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5.4.1 模型设计思路

在模型设计上，本工作主要沿袭了前文所采用的 BERTScore [71]的结构。整
个模型用于计算分值的流程如图（5-1）所示：

图 5-1计算翻译质量的模型结构和分数计算流程
Figure 5-1 The structure of the model and the score calculation process

从上图来看，除了图中左侧的非自回归模型以外，本工作还引入了一个类似
于 BERT模型的打分编码器模块，非自回归模型的输出可以用于得到候选译文
的隐状态向量 ⟨ℎ1, ..., ℎ𝑛⟩，而打分编码器模块则是用于计算参考译文的隐状态向
量，即 ⟨ℎ∗

1, ..., ℎ∗
𝑛⟩。而在得到了上述的隐状态向量之后，本工作将会计算候选译

文和参考译文各个词之间的相似性 Sim(ℎ𝑖, ℎ∗
𝑗 )，具体的计算方式上可以采用隐

状态的余弦距离来表示相似度，即：

Sim(ℎ𝑖, ℎ∗
𝑗 ) =

ℎ⊤
𝑖 ℎ∗

𝑗
‖ℎ𝑖‖‖ℎ∗

𝑗 ‖. (5-1)

而进一步的，本工作可以采用计算最大匹配的方式，分别寻找候选译文和参
考译文中各个词所对应的相似度最大的词来计算精确度和困惑度，并进一步的
结合得到 F-score分值，具体如下式所示：

𝑃 (𝐲, 𝐲∗) = 1
|𝑥| ∑

ℎ𝑖∈⟨ℎ1,...,ℎ𝑛⟩
max

ℎ∗
𝑗 ∈⟨ℎ∗

1,...,ℎ∗
𝑛⟩

Sim(ℎ𝑖, ℎ∗
𝑗 ), (5-2)

𝑅(𝐲, 𝐲∗) = 1
|𝑥| ∑

ℎ∗
𝑖 ∈⟨ℎ∗

1,...,ℎ∗
𝑛⟩

IDF(𝑦∗
𝑖 ) max

ℎ𝑗∈⟨ℎ1,...,ℎ𝑛⟩
Sim(ℎ𝑗 , ℎ∗

𝑖 ), (5-3)

𝐹 (𝐲, 𝐲∗) = 2 ⋅ 𝑃 (𝐲, 𝐲∗) ⋅ 𝑅(𝐲, 𝐲∗)
𝑃 (𝐲, 𝐲∗) + 𝑅(𝐲, 𝐲∗) . (5-4)

需要注意的是，上式中的 IDF又被称为反文档频率，即统计文档中相应的
词出现在文档中的频率的负对数，该值越高代表这一词更能表示语义信息。

而相应的，本工作可以利用得到的 F-score的分值设计训练目标进行训练。
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而就模型的训练流程而言，在已有一个非自回归模型的基础上，本工作首先
要对打分解码器进行预训练。而正如前文所提到的，如果直接采用极大似然损失
去训练打分解码器的话则会带来严重的源端信息泄露，使得各个词的隐状态无
法融合上下文的信息。相应的，本工作也采用了类似 BERT [49] 的训练方式，即
通过利用掩码遮盖 15%的输入词，并基于其他的词来预测掩码盖住的词，从而
使得打分解码器能够学到上下文的信息。在训练流程上，则是先采用前述方式对
打分解码器进行预训练，再利用预训练之后的解码器来引导模型非自回归翻译
模型的输出。

5.4.2 主要改进

从理论上讲，由于 F-score本身是一种表示候选译文与参考译文准确性的比
较好的结构，而且这种结构能够直接由模型输出计算得来。因此，将其用于非自
回归训练能够得到比较好的结果。但在实际训练过程中，采用上述指标训练模型
的结果确是模型解码的输出为大量的高频词（如逗号）的重复，即没有学习到相
关的指标的知识。本节将会针对在非自回归上出现的这一问题提出相应的改进
策略。

5.4.2.1 核心问题

正如前文所述，作为理想的神经网络翻译评价指标的 F-score却没能起到引
导模型输出的作用。究其原因，可以追溯为以下两者的矛盾，即探索与利用之间
的矛盾、以及准确与流利之间的矛盾。具体来说包括了以下一些：

•探索与利用之间的矛盾：探索-利用困境（Exploration-exploitation dilemma
）[80]是增强学习领域的一个重要概念，具体来说，探索是指的根据模型的输出分
布通过采样得到更高的输出，而利用是指的是模型取输出分布中概率最大的样
本来得到输出。就多臂老虎机 [81]这样的增强学习任务而言，由于任务本身并没
有标准的标签，所以随着任务空间的加大，纯粹采用取概率最大的输出进行训练
和取依照概率分布进行采样的输出进行训练都会使得期望损失函数升高。而对
有监督的翻译而言，由于数据集中给出了一种参考译文，因此如果让模型强制以
参考译文作为目标的话，虽然学习的结果仍然会存在很多的问题，但仍然能够得
到一个质量尚可的输出；反之，如果是在整个词表空间内探索的话，模型大概率
会采到偏离合理译文的输出，这将使得模型难以学到正确的译文。

•准确与流利之间的矛盾：以 BERTScore为代表的基于神经网络的评价指
标主要是针对的模型对上下文的敏感性不足，导致对同义词等打分存在偏差的
问题来进行改进，在多个任务上也取得了不错的结果。但需要说明的是，由于
BERTScore采用的是编码器结构，该结构得到的输出更倾向于得到句子中各个
词的含义，而对于句子上下文的连贯程度并不敏感，加之 BERT模型在训练时
是用的较为干净的单语语料，相应的，对多峰性严重，较为支离破碎的非自回归
模型的输出，模型往往无法给出较为准确的隐状态，这样学习的结果是使得对于
一部分初始的时候相似度较大的词，模型倾向于进一步加大相应位置的相似性，
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这样会使得非自回归模型的多峰性会进一步加大。因此，需要引入一些神经网络
的建模方式，使得模型得到的分值中能够包含流利度的信息。

5.4.2.2 针对探索空间的改进

正如前文所述的那样，对于非自回归机器翻译任务而言，由于其任务的探索
空间过大，导致模型难以朝一个正确的训练目标进行收敛。因此，一种可行的解
决方式是压缩模型探索的空间。而就非自回归机器翻译任务来说，设词表大小和
输出句子长度分别为 |𝑉 |和 𝑇，那么非自回归任务的模型搜索空间则是可以表述
为 |𝑉 |𝑇，这对任务的学习带来了一定的难度。而相应的，在本工作中采取的方
法是对模型探索的范围进行压缩，具体来说，若有训练样本 (𝐱, 𝐲) ∈ 𝐷，设词集
合 𝐴(𝐱,𝐲),𝜃 满足：

𝐴(𝐱,𝐲),𝜃 = {𝑦|𝑦 ∈ {𝑎𝑟𝑔𝑚𝑎𝑥𝑖𝑃 (𝑦𝑖|𝐱; 𝜃), 𝑖 = 1, ..., 𝑇 } ∪ 𝐲}. (5-5)

相应的，本工作可以将各个位置中采样到各个词的概率表示为：

𝑃 (𝑦𝑖 = 𝑤|𝑥) =
{

𝑃 (𝑦𝑖=𝑤|𝑥;𝜃)
Σ𝑤′∈𝐴𝑃 (𝑦𝑖=𝑤′|𝑥;𝜃) 𝑤 ∈ 𝐴(𝐱,𝐲),𝜃

0 𝑤 ∉ 𝐴(𝐱,𝐲),𝜃
. (5-6)

从上式中可以看到，模型在训练时的采样的空间从原来的整个词表，变为了
只采样各个位置输出概率最大的词和参考译文的词的交集。相应的，任务的搜索
空间就从原来的 |𝑉 |𝑇 变成了最多 (2 ⋅ 𝑇 )𝑇，由于 𝑇 << |𝑉 |，相应的模型的探索
空间也得到了大幅的压缩。

5.4.2.3 针对流利度的改进

正如前面所提到的，由于采用以 BERTScore为代表的基于神经网络的评价
指标并没有提供有关流利度的惩罚信息，而这又是非自回归翻译模型中比较突
出的问题，相应的，这对模型的输出译文质量带来了显著的影响，为了解决这一
问题，一种可行的做法引入一个语言模型来表示上下文信息。通常来说，一个流
利的句子会被认为较为自然易懂，而语言模型恰好能够建模句子中下文出现的
概率，这使得其成为了建模句子流利度的不二选择。具体来说，可以通过一个句
子经过模型的困惑度来表示出句子的流利度，即：

ppl(𝐲) = exp ( 1
𝑇 Σ𝑇

𝑖=1 log 𝑃 (𝑦𝑖|𝐱, 𝑦<𝑖; 𝜃𝐿𝑀 )). (5-7)

虽然语言模型有着适合建模句子流利度的特点，但需要注意的是，由于语
言模型也是利用从真实句子中采样得到的训练集来进行的训练，由于训练集样
本有限以及样本噪声等因素的影响，模型对一些句子输出的困惑度会显著的偏
离真实情况，比如对一些高频的输出（如多个逗号的重复）会给出一个较高的分
值。因此，本工作在 ppl的基础上会乘上一个约束项，即：
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repeat_penalty(𝐲) =
{

len({𝑦 ∈ 𝐲})/𝑇 len({𝑦 ∈ 𝐲})/𝑇 < 0.7
1 len({𝑦 ∈ 𝐲})/𝑇 ≥ 0.7

. (5-8)

通过上述的惩罚系数，本工作利用了一些人工的规则对一些重复词居多的
句子进行了惩罚，从而避免了语言模型引导到过于简单的输出的现象。最终本工
作得到的分值如下形式所示：

ScoreLM(𝐲) = ppl(𝐲) ⋅ repeat_penalty(𝐲). (5-9)

Score(𝐲, 𝐲∗) = 𝐹 (𝐲, 𝐲∗) + ScoreLM(𝐲). (5-10)

5.4.3 训练目标

在以上的训练目标基础上，本工作可以采用如下的几种训练目标，包括：

• 直接优化：通过上述的计算过程可以计算得到的分值可以直接反传给模
型进行计算，因此可以直接将非自回归模型输出的隐状态作为打分模块的输入
来得到分值，并将其反传给非自回归模型进行训练。此时，模型的损失函数为
𝐿 = −Score(𝐲, 𝐲∗)。

• 作为增强学习的激励信号：由于直接优化时只能利用隐状态而非具体的
词进行训练，相应的另一种可行的办法是通过一定规则下的采样并计算模型的
奖赏，再通过策略梯度算法来估计模型在相应的指标上的质量。其好处是能够针
对句子做较为直接的优化，但在训练时会有一定的方差。

• 最优参考译文训练：从之前的一系列工作中可以看出，虽然非自回归翻译
模型训练最终的目标是使得非自回归模型能够学到分数最高的译文，但同时需
要考虑非自回归模型是否能够学到相应的知识。因此本工作中可以将适合模型
学习的译文用以下的一个约束优化问题来表示：

max
𝐲

Score(𝐲, 𝐲∗),

s.t. 𝑃 (𝐲|𝐱; 𝜃) ≥ 𝜏.
(5-11)

上式可以通过拉格朗日乘子法来计算，去除常数项后，可以得到所要寻找的
训练目标如下式所示：

argmax𝐲Score(𝐲, 𝐲∗) + 𝜆𝑃 (𝐲|𝐱; 𝜃). (5-12)

由于上述任务本身并不满足非凸的性质，并且模型的参数 𝜃 随着模型的训
练过程始终在变化，因此上述任务在实际训练时，是通过神经网络 𝜃(𝐲, 𝐲∗)来近
似的寻找上述最优的目标句子 𝐲′，再将模型输出分布与真实分布来计算极大似
然损失来引导模型的训练。
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5.4.4 训练流程

上述模型中由于涉及到的模块众多，因此在训练的过程中采用了类似于之
前训练上下文解码器的方式，即将多个模块分别进行训练。具体来说其包含了以
下的几个步骤：

(1) 对非自回归模型进行预训练。
(2) 固定非自回归模型参数，对目标语言编码器进行训练。
(3)（可选）固定非自回归模型参数，对目标语言模型进行训练。
(4)（可选）固定非自回归模型和目标语言编码器和语言模型的参数，对目

标句子求解器进行训练进行训练。
(5)（可选）将词嵌入模块进行拆解，使得语言编码器和非自回归模型采用

不同的词嵌入网络模块。
(6) 固定目标语言编码器和目标语言模型，对非自回归解码器进行微调。

5.5 实验结果与分析

本部分的主要内容是对本工作中初步实验的设置，以及初步的实验结果进
行介绍。并相应的对实验的结果进行一定的分析。

5.5.1 实验设置

本部分将会对实验的训练数据、模型参数设置、训练设置以及评价指标等方
面进行介绍。

5.5.1.1 训练数据

本工作在WMT14英语到德语任务（WMT14 En→De）上进行了实验，相应
的本工作采用了这一任务的数据集。在本实验中，本工作采用的数据集并没有
对训练的数据进行清洗，因此训练数据规模仍然与原始的数据一致，即约 450万
句。对于这些数据集，本工作采用了 32000步的 BPE模型 [51]来对语料进行预处
理，同时对上述几个任务本工作也共享了源端和目标端的词表。

5.5.1.2 知识蒸馏

在知识蒸馏方面，本工作对上述数据集均采用了通过知识蒸馏的数据进行
训练。对于本实验来说，本工作都采用了 Kim等 [13]中的做法，即将非自回归训
练时的目标端换成了一个通过自回归的模型解码后得到的译文。需要说明的是，
对于基于 CMLM模型微调的实验，本工作采用了 Transformer-Big模型训练得到
的自回归翻译模型进行蒸馏；而对于基于标准 NAT模型训练的模型，本工作则
采用了基于 Transformer-Base的模型进行训练。上述蒸馏过程中都采用了大小为
5的集束解码得到相应的目标端。
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5.5.1.3 基线模型

考虑到非自回归模型的结构相似性，本工作相应的与以下两类非自回归模
型进行对比：

•基础的非自回归模型：如标准 NAT [2]模型和 CMLM模型 [18]。

•对非自回归模型的改进模型：如 Bags-of-ngram模型 [14]、GLAT模型 [21]、
基于 CMLM微调的 AXE模型 [36]和基于 CMLM的 OAXE模型 [52]。

5.5.1.4 模型结构

在本实验中，本工作采用的非自回归模型的结构与标准的 Transformer-Base
结构一致，即 6个编码器层和 6个解码器层。而就新引入的模块而言，本次实验
中引入的目标端语言编码器包含 4个编码器层，目标端语言解码器则包含 4个
解码器层，且不包含交叉注意力机制，而计算最优译文的模块则包含 2个解码
器层。而就每层具体的结构而言，词嵌入的维数为 512维，中间层隐状态维数为
2048维，而注意力机制的头数为 8个。源端和目标端共享词嵌入模块，且两个
解码器的解码器输出投影层与目标嵌入层共享相同的参数。

5.5.1.5 其他实现细节

本工作的模型和训练过程的代码实验都是在基于Pytorch框架 [55]下的 fairseq [56]

工具包上完成。在训练阶段，本工作的实验都是在一个以及预训练过的模型上
实现的。在训练的批处理上，本工作每次都使用含有 64000个词的批来微调本工
作的模型。在各个微调任务中，本工作采用的学习率都是 5𝑒 − 4，并随着平方根
倒数时间而衰减。而就优化器方面，本实验采用的是 Adam优化器 [54]，其中对
基于 CMLM的模型，𝛽 = (0.9, 0.999)；而对于其他的模型，𝛽 = (0.9, 0.98)。而在
评估质量时，本工作对 5个最佳检查点进行平均，并相应的设置 5个长度候选。
而就评价指标而言，本实验中本工作对翻译质量的评价主要是采用的是翻译中
常用的 BLEU指标。在本实验中，对WMT14英语到德语双向任务，本工作采用
multi-bleu.perl来对模型指标进行测量。

5.5.2 主要的实验结果

本工作在前述的 3种训练策略进行了反复的实验，下表中展示了本工作的
几种方法在WMT14 En→De数据集上的结果：
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表 5-1几种利用评价指标训练模型的策略的结果
Table 5-1 The results of several strategies for training models using evaluation indicators

WMT14 En→De 加速比
Vanilla NAT 19.28 ×15.6
CMLM 18.05 ×15.0
Bags-of-Ngram 20.90 ×10.7
CMLM+AXE 23.53 ×15.3
GLAT 25.21 ×15.3
CMLM+OAXE 26.10 ×15.3
CMLM(ours) 16.33 ×14.1
+直接优化 × \
+增强学习的激励信号 × \
+最优参考译文训练 23.22 ×14.1

从上表中可以看出，采用前述的两种策略进行训练时结果用“×”表示，这
代表模型的输出译文质量将会直接收敛到 0，具体表现为输出大量重复的高频
词，这也表明对于非自回归翻译（乃至语言翻译）这样的标签较弱的任务而言，
完全采用增强学习目标这样的弱标签会使得模型难以收敛到训练目标。而只有
采用通过引导模型去接近一个模型能够生成且正确率较高的译文，才能使得模
型的输出译文质量得到提升。

而从本方法的结果来看，虽然本方法相比器一些经典的改进方法（如 AXE
、OAXE和 GLAT）之间存在着一定的差距，但是，这在一定程度上是由于实现
的基线模型输出译文质量较低，以及所采用的语言模型和编码器是经过基于平
行语料中的单语语料进行的训练，通过进一步的充分研究，本方法能够实现一定
的提升。

5.5.3 分析实验

本节主要是针对本工作的方法，以及实验得到的一系列结果进行分析。

5.5.3.1 消融实验

本实验主要是分析本方法中的两个技巧——约束探索空间和引入语言模型
计算困惑度的效果。具体来说，本实验控制其他参数不变，仅调整模型训练时是
否压缩采样空间和训练时的评价指标，在WMT14 En→De进行了实验，结果如
下表所示：
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表 5-2约束探索空间和引入语言模型的消融实验
Table 5-2 Ablation study for sample constraint and calculating perplexity

约束探索空间
训练评价指标 BLEUF-score 困惑度

16.33
√ √ ×
√ √ 15.42

√ √ ×
√ √ √ 23.22

首先，从引入探索约束的角度来看，如果在相同的条件下不引入采样的约
束，模型最终无法输出相应的译文，这说明了引入探索约束的重要性。其次，本
工作探索了在 F-score之外采用语言模型困惑度的结果。从模型的训练结果来看，
首先，采用 F-score训练的模型最终无法得到相应的 BLEU值，这说明直接采用
F-score无法提供对非自回归翻译至关重要的上下文（或者流利度）的信息；同
时，本工作也采用了仅利用语言模型的困惑度进行实验，结果表明模型也能输出
一定的译文，但其 BLEU值相比原始的模型有所降低，说明仍然需要 F-score模
型来提供上下文准确性相关的信息。

5.5.3.2 在其他评价指标上的结果

由于本工作的模型采用了类似于 BERTscore [71] 结构的神经网络评价指标对
模型进行训练，因此一个显而易见的假设是本工作中的方法能够输出的译文能
够在 BERTScore 上有所提升。对此本工作利用模型 bert-base-multilingual-cased
进行了相应的实验，结果如下表所示：

表 5-3利用评价指标训练的模型在多个评价指标上的结果
Table 5-3 Results of models trained with evaluation indicators on multiple evaluation metrics

WMT14 En→De
BLEU BERTScore

CMLM(ours) 16.33 0.4669
+最优参考译文训练 23.22 0.5686

而上述结果也表明，本工作的方法不仅能够在基于 𝑛-gram的指标 BLEU上
得到提升，在基于神经网络的评价指标 BERTScore上也得到了提升，这也在一
定程度上印证了本工作的方法达到了相应的目标。
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5.6 本章小结

本工作主要是提出了一种通过网络评估指标引导非自回归翻译的方法。针
对非自回归模型本身在拟合真实分布上存在着一定的理论上限的问题，本工作
尝试通过引入一种类似于神经网络评价指标 BERTScore的网络结构来将非自回
归模型输出译文的质量作为训练的目标。而对于非自回归任务采用神经网络评
价指标训练时存在的探索空间过大和 BERTScore 指标对流利度不敏感的问题，
本工作进一步的通过约束模型采样输出的范围和引入语言模型困惑度来改进模
型的训练。本工作在WMT14英语到德语任务上进行了实验，结果表明虽然直接
利用基于神经网络的评价指标训练模型存在一定的难度，但通过一个合理的训
练目标设计，模型的输出译文质量能够得到显著提升。而如果能够引入更强的基
线模型和计算评价指标的神经网络结构，本工作的模型能够实现一个更高的输
出译文质量。
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第 6章 总结和展望

6.1 总结

机器翻译是一种在理论层面和应用层面都具有广泛的价值的一种技术。而
近年来，随着计算机硬件性能的提升和深度学习技术的进一步发展，神经机器翻
译逐渐取代了基于规则和统计的机器翻译，成为了翻译领域的技术主流。一般而
言，神经机器翻译多采用编码器-解码器的网络架构，其生成译文的过程也是采
用的自回归的过程，即预测下一个词时需要给出之前已经输出的译文，这一串行
的过程一方面会使得训练和解码的用时大幅增加，另一方面也使得训练和解码
的过程变得不一致，从而产生曝光偏差问题。而 Transformer模型的出现使得模
型在训练阶段得以实现了并行的训练，但其在解码阶段自回归生成的问题仍然
没有解决。而非自回归机器翻译则是针对这一问题提出的一种重要的解决方式，
其在利用编码器对输出句子长度进行预测的基础上，对各个位置的输出词进行
独立的预测，从而实现了并行的解码输出。

虽然非自回归机器翻译成功的实现了并行的解码，但其解码得到译文相较
于非自回归的译文在质量上存在着较大的差距，其具体表现在解码得到的译文
中有着大量的重复和漏译错译现象。从理论上来说，这一问题产生的原因是由于
非自回归翻译任务仅根据源端译文和相应的词的位置进行预测，缺乏其他位置
的上下文信息，导致任务难度相对变大；而极大似然损失函数则未能很好的解决
翻译任务中存在一句话对应多种翻译的问题，使得模型难以给各个位置的输出
词一个准确的损失，导致非自回归机器翻译任务普遍面对着多峰性问题。本工作
主要是针对非自回归模型的训练目标本身存在的缺点和其在非自回归机器翻译
中应用时出现的一系列问题，循序渐进又各有侧重的设计了对非自回归模型的
训练进行改进的策略，具体的工作上包括了以下的 3个方面：

• 本工作引入了一种结合上下文信息的训练目标设计方法。具体来说，非自
回归模型本身在经过一系列预训练后具有一定的内生的上下文知识，但非自回
归模型的极大似然损失函数中缺乏对结合模型输出上下文的信号。针对这一问
题，本工作引入了一个建模在给出上下文的条件下模型在相应位置的输出分布
的先见解码器模型，在训练时，通过将模型的输出词作为先见解码器的输入来
计算各个位置基于相应上下文信息的分布，并使得模型在降低极大似然损失的
同时能够降低模型输出分布和先见解码器的输出分布之间的 Jensen散度。同时
本工作针对这一工作设计了一系列的训练策略，并在多个数据集上进行了实验，
而实验的结果表明，本工作的方法在多个数据集上都实现了超过 2个点的显著
的 BLEU值提升，且在准确度和流利度上都能够实现一定的提升，这说明通过
在训练目标中利用模型先验知识引入上下文信息能够显著缓解非自回归翻译中
的多峰性问题，改善模型性能。

• 本工作提出了一种通过多样本保序回归的损失函数设计的方法。具体而
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言，虽然以 DA-Transformer为代表的一系列模型在表达能力已经有了很大的提
升，但极大似然损失强制非自回归模型拟合于参考译文的独热分布，与丰富多样
的真实译文分布存在着偏差。对此，本工作通过从模型的输出分布中采集样本，
并引入损失函数来确保样本的输出概率大小排序与样本的质量相一致。同时，本
工作针对非自回归模型学习多峰分布存在一定困难的特点，设计了不同的保序
集合来引导模型的后续训练。本工作在WMT14英语到德语和 IWSLT14德语到
英语上进行了实验，结果显示本工作的方法能够实现一定的 BLEU值的提升，同
时在多样性任务上实现了显著的提升。这一方面说明本工作的方法能够起到改
善非自回归模型性能的作用，另一方面也展示出本工作的方法对输出分布的质
量的改善作用。

• 本工作提出了一种神经网络评价的引导训练方法。其背景是，虽然经过一
系列的改进，非自回归模型在拟合上下文上有了一定的提高，但非自回归模型本
身在拟合真实分布上存在着一定的理论上限的问题。相应的，本工作尝试通过
引入一种类似于神经网络评价指标 BERTScore的网络结构来将非自回归模型输
出译文的质量作为训练的目标。而对于非自回归任务采用神经网络评价指标训
练时存在的探索空间过大和 BERTScore指标对流利度不敏感的问题，本工作进
一步的通过约束模型采样输出的范围和引入语言模型困惑度来改进模型的训练。
本工作在 WMT14 英语到德语任务上进行了实验，结果表明虽然直接利用基于
神经网络的评价指标训练模型存在一定的难度，但通过一个合理的训练目标设
计，模型的性能能够得到显著提升。而如果能够引入更强的基线模型和计算评价
指标的神经网络结构，本工作的模型能够实现一个更高的性能。

通过上述的一系列策略，本工作实现了针对不同的场景下的非自回归的机
器翻译的性能提升。而需要特别说明的是，这些方法虽然理论上在自回归模型中
都能够加以应用，但其要完全得到真实的输出需要进行串行解码的过程，这使得
模型通常都无法直接采用这些策略进行训练，而需要采用一定的变通实施（比如
提前解码出固定的样本，用模型估计当前位置下的期望指标等）的方式，这会对
模型带来一定的训练偏差。而非自回归模型的并行解码特性、以及训练过程和解
码过程相一致的特点，使得这些策略在训练时得到使用成为可能。这一系列工作
也展现出了非自回归机器翻译模型理论研究的潜力。

6.2 展望

近些年来随着非自回归模型技术的演进，其模型的性能已经能够接近甚至
超过自回归翻译模型的性能，但其本身要实现更广泛的应用，还需要解决一系列
的理论问题：

• 结合前述几种方法的改进：上述几种模型针对不同的非自回归模型采用
了不同的策略进行改进，虽然这些方法有其实现模型的客观条件（如保序回归损
失函数的应用依赖于 DA-Transformer建模分布的提升），但倘若通过合理的方式
加以建模，上述三种方法是可以加以结合并实现性能提升的，这也是后续探索的
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一种可行方向。
• 减小显存开销的情况下提升生成质量：以 DA-Transformer为代表的基于

降采样的非自回归翻译模型虽然可以实现在单轮迭代的情况下且在不需要知识
蒸馏的情况下达到与自回归模型相当的性能水平，但其在解码过程中需要一个
长度为源端句子长度数倍的解码器输入，这一方面会产生大量的显存开销，另一
方面也会使得模型解码输出的长度受到限制。因此，采取一定的措施在减小显存
开销的情况下实现较高质量的输出是一个潜在的研究方向。

• 实现可变输出下的模型输出：非自回归的模型往往是利用的编码器-解码
器模型结构，根据源端的输入给出一个固定长度的输出。但在同声传译、篇章翻
译和对话等场景下，可以看到输入信息的长度是逐渐增长的，此时非自回归模型
快速生成的特点就难以得到充分发挥。如何将非自回归的优势应用在可变长度
的场景之中是接下来需要解决的一个问题。

除此以外，非自回归模型的一系列的特性也为我们进行一些生成式的模型
的理论研究（如生成式扩散模型）创造了条件，这些都是后续可以探索和研究的
方向。
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